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Résumé
La révolution numérique a facilité considérablement la capture, la saisie et le stockage

des données a un co(t pratiquement nul. Comme conséquence de ceci, des énormes
quantités de données de grandes dimensions (Images, Video ...ect) sont stockées dans
des bases de données de facon continuelle. La classification de telles bases de données est
un probléme délicat qui apparait dans de nombreuses disciplines de I’informatique telle
que la reconnaissance de [I’écriture arabe manuscrite. Raison pour laquelle le
développement de méthodes de classification automatiques pour ces bases de données est

primordial.

Les Séparateurs a Vaste Marge est une méthode de classification qui montre de bonnes
performances dans divers problemes tels que le traitement d’image, la catégorisation de
textes ou le diagnostique médical et ce méme sur des ensembles de données de tailles

Importantes.

Néanmoins, la réalisation d’un programme d’apprentissage par SVMS se ramene a
résoudre un probleme de programmation quadratique (QP) dont la taille mémoire et le
temps nécessaires pour sa résolution sont linéairement liés a la taille des exemples
utilisés.  Quand on a affaire a des bases de données de grandes tailles, la mise en ceuvre

des SVMs devient encore plus couteuse en espace mémoire et en temps d’exécution.

Pour surmonter cette insuffisance des SVMs, une nouvelle proposition utilisant le
partitionnement K-moyenne au sein d’un espace réduit du vecteur caractéristique des
données est développée dans thése. Nos résultats montrent qu'il est désormais possible
d'utiliser les SVMs pour classifier des bases d’une taille d'exemples importante. La
reconnaissance des noms manuscrits des Wilayas Algériennes en est un exemple type

traité avec succes dans cette these.

Mots clés : Seéparateur a vaste Marge (SVM), Regroupement K-moyenne, Réduction de
dimension, Analyse Discriminante Linéaire, Reconnaissance des Mots Arabes

Manuscrits.

Université Badji Mokhtar - Annaba Page 5
Département d'Informatique



Abstract

The digital revolution has greatly facilitated the capture, the capture and the storage of
data at virtually no cost. As a consequence of this, huge amounts of high-dimensional
data (Images, Video ... ect) are stored in databases continuously. The classification of
such high-dimensional data is a difficult problem that appears in many disciplines such
as pattern recognition. Why the development of automatic methods for the classification

of these databases is essential.

Support vector Machines is a classification method that shows good performance in
various problems such as image processing, text categorization or medical diagnostic and

even on data sets of very large dimensions.

However, the implementation of an SVMs learning program is reduced to solving a
quadratic programming problem (QP) whose memory size et time required for its
resolution are linearly related to the size examples et in the case of large databases the

implementation of SVMs becomes more expensive in space memory et in time.

To overcome this disadvantage of SVMs, a new proposal using the K-means within a
reduced future space is presented in this work. Our results show that it is now possible to
use SVMs to solve problems with a large samples size. The recognition of handwritten

names of Algerian Wilaya is a typical example successfully treated in this paper.

Keywords: Support Vector Machines,K-means Clustering, dimensionality reduction,

Linear discriminant Analyse, Arabic Handwriting Words Recognition.
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Introduction générale

La Reconnaissance des Formes (RF) dont le but consiste a associer une étiquette (une
classe) a une donnée qui peut se présenter sous forme d'une image , d'un signal... etc., est
un axe fort important du domaine de I'intelligence artificielle, qui trouve application dans
beaucoup de systemes comme les interfaces visuelles, l'analyse de données, la
bioinformatique, le multimédia,... etc. Plusieurs méthodes ont été développées dans ce
domaine, en particulier les Réseaux de Neurones avec le perceptron multicouche (MLP).
Ces classificateurs ont fait 1'objet de nombreuses recherches et ont donné des résultats
impressionnants. Et depuis longtemps, les perceptrons multicouches ont été utilisés avec

succes pour résoudre de nombreux problémes de classification en RF.

Mais, de plus en plus, avec la diversité des applications de la Reconnaissance de Formes,
plusieurs problémes non linéaires faisant intervenir la classification sont rendus
complexes. Ainsi, depuis quelques années, pour contourner la complexité des fonctions
de décision construites pour les problémes non linéaires, les recherches ont donné
naissance a de nouvelles méthodes de classification basées sur les noyaux (kemel
methods) qui s'averent plus robustes et plus simples que d'autres méthodes telles que les

couches cachées introduites dans les Réseaux de Neurones.

La méthode des noyaux est une technique récente en reconnaissance de formes. Elle
consiste a projeter les données qui sont initialement non séparables dans un autre espace
de dimension plus élevée ou elles peuvent le devenir. Les classificateurs utilisant la
méthode des noyaux, contrairement aux classificateurs traditionnels, construisent la
fonction de décision dans un nouvel espace autre que l'espace des caractéristiques
d'entrée; ce qui permet de réduire la complexité de la fonction de décision tout en gardant
une bonne performance du classificateur. Les machines a vecteurs de supports (SVMs),
issues des travaux de Vapnik [Vapnik,1995], utilisent cette technique des noyaux qui
permet de traiter linéairement dans le nouvel espace les problémes préalablement non

linéaires.

Les SVMs constituent une famille de classificateurs basés sur le principe du risque

structurel qui leur confére un fort pouvoir de généralisation. La minimisation du risque
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structurel permet d'éviter le phénomeéne de sur-apprentissage des données. Ainsi, le risque
structurel permet de garantir une estimation moins biaisée du risque réel. Bien qu’elles
réduisent considérablement le nombre de parametres de réglages par rapport a certaines
méthodes classiques comme les Réseaux de Neurones, ’apprentissage des SVMSs reste

fortement dépendant de la taille de 1’espace des données a traiter.

Les algorithmes d’apprentissage SVMs se déroulent a partir de la seule connaissance des
valeurs de noyau Kk(aj,a) entre les données d’apprentissage. Ces valeurs sont
habituellement mémorisées dans une matrice carrée que I’on appelle “matrice de Gram”
et qui est de taille NxN (ou N est le nombre de données d’apprentissage). Optimiser le
critere d’apprentissage dual des SVMs par programmation quadratique requiert un espace

mémoire O(N?) et une complexité calculatoire O(N®).

L’objectif du travail réalisé dans cette these est le développement d’une heuristique
permettant I’accélération de 1’apprentissage des SVMS sur des bases de données de tailles
importantes tout en gardant la méme précision des approches analytiques. L’idée est de
réduire efficacement 1’ensemble de données pour obtenir un ensemble de vecteurs
supports suffisant pour 1’apprentissage tout en préservant la méme précision et en
diminuant le facteur temps. Cet objectif est atteint par la réalisation d’un regroupement
K-moyenne des données au sein d’un espace réduit du vecteur caractéristique genéré par

L’ Analyse Discriminante Linéaire( LDA).

Les performances des algorithmes développés sont ensuite évaluées sur différentes bases
de données : les résultats sont equivalents aux algorithmes usuels en ce qui concerne les
taux de précision. Nos principaux apports sont d'une part I'amélioration du temps de
réponse du modele et d'autre part la capacité a traiter de tres grandes quantités de données

sur du materiel standard.
Cette thése est constituée de quatre chapitres :

Dans le premier chapitre, nous introduisons les concepts fondamentaux de
I’apprentissage supervise. Nous validerons ensuite cette approche en effectuant une
analyse statistique de l'apprentissage, principalement basée sur la théorie de Vapnik-

Chervonenkis. Ensuite, nous présenterons les principales étapes de la mise en pratique de
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la méthodologie Machine Learning (ML) et a la fin du chapitre, nous exposons les détails

des approches de classification les plus répandues.

Dans le deuxiéme chapitre, on présente une introduction a la théorie de 1’apprentissage
statistique dont dérive le principe du risque structurel. En second lieu, nous présentons la
théorie des machines a vecteurs de support apres un bref rappel historique des travaux qui
ont le plus influencé la théorie. En outre, on y trouve une analyse des principaux

algorithmes d’apprentissage des SVMSs.

Le troisieme chapitre, présente 1’état de I’art des techniques de la réduction de
dimensionnalité. Nous présentons en détail les techniques de réduction par extraction de

caractéristiques. Une revue de quelques méthodes linéaires et non linéaires est effectuée.

Le dernier chapitre est consacré a I’explication de notre proposition de sélection des
vecteurs supports basée sur le regroupement K-moyenne. Ensuite nous montrons
I’importance de la sélection par K-moyenne au sein d’un espace réduit et son effet
immédiat en qualité de sélection et en réduction du temps et d’espace de traitement. Les
performances de la méthode proposée sont mises en évidence a travers une comparaison
avec les méthodes SVMs de la littérature du domaine et ceci en utilisant un nombre

important de bases de données allant de la plus simple a la plus compliquée.

Une conclusion générale est présentée en fin de mémoire pour résumer le travail effectué

dans cette thése ; elle est suivie des perspectives possibles du travail.
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Chapitre 1 :

L'Apprentissage Automatique et la
Classification des données.
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1.1 Généralités

La résolution de problémes par la construction de machines capables d'apprendre a partir
d'expériences caractérise I'approche fondamentale du Machine Learning (ML). Parmi les
techniques du ML on trouve entre autres les méthodes supervisées et non-supervisees.
Dans le cas des méthodes supervisées, on cherche a estimer (& apprendre) une fonction
f(x) a partir d'exemples. La figure 1.1 illustre un tel processus. Les méthodes de

classification font partie des techniques de ML supervisées.

x, £ (x) :> Machine |:> £ (x)

Figurel.1: Apprentissage automatique supervisé. f(x) est une estimation de f(x)

Dans ce cadre, un exemple! consiste en un objet ou sa représentation (un document, une
image, les caractéristiques d'une fleur, ... ) accompagné de la catégorie a laquelle il
appartient. La fonction f(x) que I'on va chercher a estimer, détermine la relation entre les
objets et leur catégorie. Un classificateur sera donc caracterisé par la fonction f(x) qu'il
implémente. On dira qu'un classificateur a un grand pouvoir de genéralisation s'il fournit
de bons resultats sur des données différentes de celles qui ont été utilisées pour

I'apprentissage.
Dans les techniques non-supervisées, les objets sont présentés sans leur catégorie.

Un exemple type de méthodes non-supervisées est le clustering dont le but est de créer

des groupes (clusters) d'objets présentant des caractéristiques semblables.

! On emploiera aussi le terme "donnée"
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1.2 La classification en théorie
Dans l'introduction, nous avons donné une idée intuitive de ce qu'est la classification

automatique. Dans cette section, nous nous employons a la formaliser en définissant sa
forme mathématique et en introduisant le contexte statistique requis par l'approche

Machine Learning Supervise.

1.2.1 Formulation
La tache qu'un classificateur doit effectuer peut étre exprimée par une fonction que I'on

appelle fonction de décision: [Duda et al, 2000]
fix—>y
ou x est I'ensemble des objets a classer (aussi appelé espace d'entrée)
y est I'ensemble des catégories (aussi appelé espace d'arrivée)
Dans la suite du document, nous nous limitons a la classification binaire.

Dans ce cas, I'ensemble y correspond a {+ 1, —1}. La plupart du temps on interprétera +1
et —1 respectivement comme l'appartenance et la non-appartenance a une catégorie
déterminée. Une grande partie de la littérature se focalise sur le cas binaire parce que les
classifications faisant intervenir plus de 2 catégories (cas multi-classes) peuvent toujours
étre ré-exprimées sous forme de classifications binaires. En effet, si I'on considere une
classification multi-classes, nous pouvons effectuer, pour chaque catégorie, une
classification binaire indépendante et regarder ensuite pour quelle catégorie
I'appartenance s'est manifestée. Notons aussi que I'on peut assigner plusieurs catégories a
un objet. Ce dernier cas, souvent appelé classification multi-label [Duda et al, 2000], ne

sera cependant pas aborde dans cette thése.

Jusqu'a présent nous n'avons fait que définir le domaine et I'image de la fonction a
estimer. Bien entendu, on ne peut pas accepter n'importe quelle fonction de cette forme.
Nous devons en quelque sorte imposer que la fonction représente bien la relation entre les

objets et leur catégorie. Pour ce faire nous avons besoin de modéliser le processus selon
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lequel les données sont génerées et d'introduire une fonction de colt indiquant a quel

point notre fonction f s'écarte de ce processus.

1.2.2 Modele génératif des données

Suivant la théorie de Vapnik [Vapnik, 1995], nous supposons que les données sont
générées selon une distribution de probabilités inconnue P(x,y). De plus nous supposons

les données indépendantes et identiquement distribuées (iid).
Notons deux choses:

e Cette hypothese permet aussi d'englober le cas multi-labels. En effet P(x,y)

permet d'associer une distribution de catégories a chaque objet x.

e Dans ce modéle on fait "comme si" une source unique produisait les données
(x,y) de maniére iid. On congoit aisément que ce modéle délibérément simple ne
soit pas adapté a tous les cas. Si la distribution change au cours du temps (non-
stationnaire) ou si les données ne sont pas complétement générées de facon
indépendante, il conviendra d'utiliser un modeéle plus fin. Dans le cadre de cette
these nous nous positionnons volontairement dans le cas ou ce modele est

suffisant.

1.2.3 Fonction d'erreur et risque
Si nous disposons de n exemples bien classés (x;,y;) ... (x,, y1), Une premiere approche

pour déterminer les performances d'un classificateur est de comparer ses prédictions avec

les classes y; attendues. A cette fin, on introduit une fonction d'erreur.

Définition 1.1 (fonction d'erreur) : Soit le triplet (x,y,f(x)) € xxy Xy ou x est un
objet, y sa catégorie et f (x) la prédiction du classificateur. Toute fonction c: xxyxy —

+ [0, oo telle que c(x,y,y) = 0 est appelée fonction d'erreur.

Par la suite nous utilisons une fonction d'erreur simple et bien adaptée a la classification

binaire :

E(x,y,f(0) = ;1f0) —yl (LD
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Nous introduisons a présent la notion de risque (en anglais : functional risk) qui

représente I'erreur moyenne commise sur toute la distribution P(x,y) par la fonction

f(x):
RIf] =[]0 —yldP(xy) (1.2)

Nous sommes a présent en mesure d'introduire un critére selon lequel la fonction f devra

étre optimale :
foPt = arg; min(R[f]) (1.3)

En d'autres termes, la fonction f°Pt devra étre telle que l'erreur moyenne sur toute la

distribution soit minimale.

Le critere que nous venons de formuler est malheureusement inutilisable tel quel. En
effet pour calculer le risque nous devrions disposer d'une estimation de la

distribution P(x,y), ce qui n'est pas le cas.

On prend souvent le classificateur aléatoire comme point de référence. Il s'agit du
classificateur qui assigne aléatoirement une catégorie aux objets. Un tel classificateur
possede une erreur moyenne de 50%, ce qui est le plus mauvais score admissible. En
effet, si un classificateur donne un score plus bas, il suffit d'inverser sa fonction de
décision pour obtenir le score complémentaire. Un classificateur dont la seule restriction
est de faire mieux que le classificateur aléatoire est appelé classificateur faible (weak

classifier).

1.2.4 Machine d'apprentissage

On désigne par machine d'apprentissage, une machine dont la tche est d'apprendre une
fonction a travers des exemples. Une machine d'apprentissage est donc définie par la
classe de fonctions F qu'elle peut implémenter. Dans notre cas, ces fonctions sont des
fonctions de décision. Nous notons F une famille de fonctions telle que chacun de ses
membres est caractérisé par une valuation unique des parametres y;. A titre d'exemple
considérons la famille qui représente I'ensemble des fonctions de decision d'un

classificateur linéaire élémentaire: le perceptron.
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n
F,G) = sign() vixi + o)
i=1

On note f;, la fonction de F, instanciée avec le parametre y.

1.2.5 Risque empirique

Si on dispose d'une machine d'apprentissage et d'un ensemble de t; exemples, on peut

exprimer le risque empirique d'une fonction f;, :
1
Remplfy] = Zaz |6 G) —yil  (L4)

De maniére similaire a la section précédente, on peut dériver un critére de sélection de la

fonction optimale " :
f" =f, telle que y* = argy min(Remp|fy|) (1.5)
Ce critere est appelé minimisation du risque empirique (MRE).

1.3 Analyse statistique de I'apprentissage

1.3.1 Insuffisance de MRE

On peut légitimement se demander si le critere de minimisation du risque empirique
meéne toujours a un classificateur possédant un bon pouvoir de généralisation. En d'autres
termes: la minimisation du risque empirique implique-t-elle la minimisation du risque ?

Nous allons tenter de répondre a cette question au moyen d'un exemple simple.

Supposons que nous disposions d'un ensemble de n documents annotés (avec leur
catégorie), représentés dans R? . Un document est donc représenté par deux réels, par
exemple le nombre d'occurences des termes "paix" et "guerre". La figure 1.2 représente la
situation; les exemples positifs et négatifs sont respectivement représentés par des x et
des o. On voit que la fonction ne fait aucune erreur d'assignation sur les documents
utilisés lors de I'apprentissage (la partie gauche). Par contre, sur de nouveaux documents
(partie droite), on observe que la moitié d'entre eux sont mal classés (méme performance

que le classificateur aléatoire).
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Figure 1.2- Une fonction ayant un risque empirique nul (a gauche), commettant de nombreuses
erreurs sur un jeu de données inconnu (a droite).

Nous venons de voir que si on n'impose aucune restriction sur la classe F on peut toujours
trouver une fonction f qui se comporte bien vis-a-vis du risque empirique, sans pour
autant assurer une bonne généralisation sur de nouveaux documents. La restriction des
fonctions implémentables nous confronte a un dilemme que les statisticiens appellent

biais-variance [Scholkopf et al, 2002].

Dans la terminologie Machine Learning on I'appelle surgénéralisation - overfitting.

Concretement cela dit deux choses:

e D'une part, en limitant fortement la taille de I'ensemble F, on tend a expliquer la
relation entre les objets et leur classe de maniere trop grossiere (surgéneéralisation).
Dans ce cas le risque empirique sera élevé mais le modele ne "collera” pas aux

exemples de trop prés.

e Dautre part, si on admet un grande nombre de fonctions, la relation sera
modélisée de maniere complexe et le bruit associé aux mesures (acquisition
d'image, de caracteres, ... ) risque également d'étre appris (overfitting). On parle
souvent d'apprentissage par coeur parce que le classificateur aura un risque
empirique tres faible mais ses performances sur d'autres jeux de données seront

mauvaises.

Université Badji Mokhtar - Annaba Page 22
Département d’Informatique



1.3.2 Conditions de validité de MRE
Dans cette sous-section, nous effectuons une analyse statistique du type Vapnik-

Chervonenkis de MRE. Par souci de clarté, nous préférons présenter une analyse quelque
peu simplifiée plutdt qu'un traitement mathématique tout a fait rigoureux. Les résultats
obtenus ne seront par conséquent pas les plus raffinés, cependant les concepts dégagés

fourniront de bons éléments de réponse a notre question.

1.3.2.1 Loi des grands nombres

Avant de chercher a restreindre F, observons les résultats obtenus par MRE lorsque le

nombre de données n est arbitrairement grand.

Supposons que l'on présente n objets a un classificateur binaire de fonction de décision f
fixée. On associe a chaque objet l'erreur &; = % If(x;) —y;| valant 0 ou 1 suivant que le
classificateur prédit bien ou mal. On peut considérer les C; comme des epreuves de

Bernoulli indépendantes, relatives a la variable aléatoire § = %If(x) -yl

L'inégalité de Chernoff [Chernoff, 1952] nous donne une borne probabiliste sur I'écart

. . . 1 , ,
existant entre la moyenne empirique - n_1&; et l'espérance de € :

P{

que I'on peut réécrire en utilisant les équations (1.2) et (1.4)

Iyn - E(§)| > e} <2exp(-2€?)  (16)

P{|Remplfl — RIfl| =€} < 2 exp(—2n €?) (1.7)
En d'autres termes, la convergence en probabilité :
P
|Remp [f] - R[f]| -0

est exponentiellement rapide en le nombre de données n. La probabilité dans (1.6) et
(1.7) porte sur le fait d'obtenir un ensemble de n données, tel que I'écart entre les risques

pour une fonction fixée f, soit supérieur a € (Remp[f] est donc la variable aléatoire). Bien

Université Badji Mokhtar - Annaba Page 23
Département d’Informatique



que le résultat ci-dessus soit essentiel, certaines considérations nous engagent a plus de

prudence :

Le résultat obtenu est de nature probabiliste; il peut donc exister des cas ou I'écart entre
les risques est éleve. Par ailleurs, nous n'avons pas encore opéré de restriction sur F;
I'espace de recherche est potentiellement tres grand. Il se pourrait donc qu'en minimisant

Remp ON tombe, par malchance, sur une fonction pour laquelle il existe un large écart

entre R et Ry, -

Lorsque l'on entraine une machine avec le critere MRE, on cherche activement une
fonction f telle que la moyenne empirique des &; soit aussi petite que possible. Nous ne
sommes donc plus dans le cas d'épreuves de Bernouilli puisque que la fonction f n'a pas

encore été fixée et que nos n données seront utilisées a cette fin.

1.3.2.2 Consistance et convergence uniforme

La notion de consistance introduite par Vapnik [Vapnik., 1995] formalise les conditions

requises pour la validité de MRE.

Définition 1.2 (consistance) La méthode MRE est dite consistante sur un ensemble de

fonctions F si et seulement si
P
Remp(f™) = R(f°PY) (1.8)

P
R(f™) - R(f°PY) (1.9)
ou P, f™ sont respectivement les minimisants sur f de R et Repyp, -
La consistance impose que lorsque le nombre de données n tend vers I'infini

- la valeur du R.p,p, pour la fonction sélectionnée par MRE converge vers la plus

petite valeur atteignable pour R.

- la solution de R, SOit également une solution optimale de R. Remarguons que

cela n'impose pas l'unicité des solutions f°Pt et f™:
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Sans prendre davantage de restrictions, il s'avere que la méthode MRE n'est pas
consistante. On peut expliquer cette inconsistance par le caractére local® de I'inégalité de
Chernoff [Chernoff, 1952]. En effet?, nous savons, que pour chaque fonction de F, les
risques convergent en probabilité, cependant il se pourrait que les vitesses de
convergence varient d'une fonction a l'autre sur F .Nous illustrons ces propos par la figure
1.3. On voit que pour un n arbitrairement grand, le minimisant f™ choisi par MRE peut ne
pas correspondre au minimisant f°P* de R. Ce résultat un peu déroutant s'explique par le
fait que méme s'il existe un n¢ arbitrairement grand, a partir duquel les risques de toutes
les fonctions ont convergé a € pres, on peut toujours examiner la convergence de plus
prés (avec € < €) et étre confronté aux différences de vitesse potentielles. Pour pallier
ce probléme, Vapnik a montré qu'il faut exiger une convergence qui soit uniforme® sur

toutes les fonctions et ce quelle que soit la précision de €.

Risque

Fonctions

Figure 1.3 - L'axe des abscisses représente les fonctions de F (il s'agit d'une représentation
imagée car rien n'indique qu'un tel ensemble est dense) et celui des ordonnées, la valeur des
risques. Les courbes pleines et pointillées correspondent respectivement a R et a Repp. La fléche

verticale indique que pour chaque f € F, les risques convergent selon Chernoff.
La détermination de la consistance doit faire I'objet d'une analyse sur le pire cas. En
faisant le rapprochement avec la loi des grands nombres (section 1.3.2.3), la consistance

est conditionnée par la fonction pour laquelle les risques convergent le moins vite.

2. qui n'adresse qu'une fonction a la fois

5. En d'autres mots, il faut que les vitesses de convergence soient identiques pour toutes les
fonctions
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Nous introduisons a présent un théoréeme fondamental qui fait le lien entre la notion de

consistance et la convergence uniforme des risques basée sur le pire cas.
Théoreme 1 (Vapnik & Chervonenkis) La convergence uniforme

lim,_, o, P{supser(RIf| — Remplfl) > €} = 0 (1.10)
Ve > 0 est une condition suffisante et nécessaire pour la consistance de MRE.

1.3.2.3 Approche de la convergence uniforme

Le théoreme precédent nous fournit donc I'équivalence entre la consistance et la
convergence uniforme. Cependant, I'application d'une telle condition pose probleme: le
membre de gauche de (1.10) reste trés difficile a évaluer a cause de notre manque
d'informations concernant le risque R. Pour commencer, nous allons considérer un cas
simple dans lequel le nombre de fonctions implémentables est fini. La démarche opérée

servira de base pour le cas, quelque peu plus subtile, ou la cardinalité de F est infinie.
» La cardinalite de F est finie

Dans ce cas, nous allons exprimer (1.10) sous la forme d'une union finie d'événements

que nous pouvons ensuite borner en utilisant I'inégalité de Chernoff.

Soit CL = {(X1,¥1), cee e one , X0, yn) IR[fi] — R[f;]| >€},

un ensemble de n exemples pour lequel les risques de f; divergent de plus de €. Prenons
un cas simple a deux fonctions: F = {f;,f,}. Dans ce cas, (1.10) correspond a la

probabilité que les évenements CL ou CZ; se réalisent :

P{Sflellg(R[f] — Remplf]) > €} = P{C2 U CZ}
que nous pouvons développer
P{CL U C2} = P{CL} + P{CZ} —P{CL n CZ} (1.11)

< P{CL} + P{CZ}(1.12)
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Par extension, on peut appliquer ce raisonnement a un ensemble F de cardinalité m.
P{suprer(R[f] — Remplf]) >€} = P{C{L; C¢}(1.13)
=X, P{C} % (L14)
< X2, P{C} (1.15)

Il est maintenant possible de borner chaque terme de la somme de (1.15) par l'inégalité de

Chernoff et d'obtenir une borne:

P{suprer(R[f] — Remplf]) >€} = 2mexp(—2n €?)} (1.16)
Nous pouvons faire remarquer deux choses:

¢ Nous nous trouvons dans le cas de I'égalité si les ensembles sont disjoints, ce qui

est rarement le cas en pratique.

e Cette borne dépend directement de la cardinalité m de I'ensemble de fonctions
considéré. Par conséquent elle ne sera d'aucune utilité pour des machines pouvant

implémenter un nombre infini de fonctions.
» Lacardinalité de F est infinie

La plupart du temps les machines d'apprentissage peuvent implémenter une infinité de
fonctions en faisant varier les paramétres r; qui caractérisent les différents membres de la
classe F (par exemple I'ensemble des fonctions de décision linéaires). Pour obtenir une
borne utilisable, nous devons trouver un moyen de nous ramener dans un cas fini dans

lequel la cardinalité de I'ensemble F n'intervient pas en tant que telle.

Nous commencons par émettre une observation qui sera a la base d'un lemme permettant
la réduction au cas fini. Lorsque I'on parle de R, nous regardons les valeurs des
fonctions de F sur un ensemble fini de points x, ...x,. Or les fonctions de décision sont
des fonctions binaires et nous savons que sur un ensemble de n points il existe au plus 2"

fonctions binaires possédant des valuations distinctes.
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Rappelons que la difficulté d'adresser directement (1.10) vient du fait que le risque fait
intervenir toute la distribution de données qui nous est inconnue et potentiellement

infinie.

Nous introduisons a présent un lemme permettant d'approcher (1.10) au moyen d'un
évenement exprimé en termes de risques empiriques faisant donc référence a un nombre
fini d'exemples, et par conséquent, de fonctions (aprés reduction). Le lemme requiert
d'avoir un nombre pair d'exemples pour exprimer une symétrie. Nous prendrons des lors

les conventions suivantes:
2n: le nombre d'exemples considérés

Remp: le risque empirique sur les n premiers exemples

z

Remp: le risque empirique sur les n derniers exemples

Lemme 1 (Symétrie) vn € > 2, nous avons

P{SupfeF(R[f] - Remp [f]) > E} = P{SuprF(Remp [f] - f{emp [f]) > Z} (1-17)

La démonstration du lemme se trouve dans [Vapnik, 1995]. Intuitivement, cela exprime
que si les risques empiriques des deux ensembles de données iid sont proches, leurs
valeurs doivent étre proches de celle du risque R. Notre stratégie en vue de I'obtention
d'une borne va étre identique a celle du cas fini. Nous allons exprimer la partie droite de
(1.17) au moyen d'une somme dont chaque terme peut étre borné au moyen de I'inégalité
de Chernoff.

Avant cela, nous introduisons le coefficient d'éclatement (en anglais: shattering
coefficient) qui reléve du concept de capacité. De maniére informelle, une capacité se
rapporte a une famille de fonctions et donne une mesure de la complexité avec laquelle
cette famille peut séparer des points. Dans le cas présent, ce coefficient va nous servir a
énumeérer les fonctions de F distinctes sur 2n exemples. Par la suite nous introduirons un

autre terme de capacité offrant d'intéressantes propriétés quant a la borne obtenue.
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Définition 1.3 (coefficient d'éclatement) Le coefficient d'éclatement, noté S(F,n) est le
nombre maximum d'assignations distinctes de labels que les fonctions de F peuvent

réaliser sur un ensemble arbitraire de n points.

Remarquons que le coefficient indique qu'il doit exister au moins une configuration de n
points permettant d'atteindre ce résultat. Cela ne garantit donc pas que I'on peut séparer
n'importe quel ensemble de n points de toutes ces maniéeres. Par ailleurs, pour étre plus
précis, nous devons restreindre les fonctions de F sur les points que nous considérons et

non pas sur la pire configuration de points.

Nous reformulons les ensembles

(Renmplf] = Reamp )] > =]

C= {(Xp YI) e (XZn! YZn)

et le corollaire de Chernoff associé :

n 2n
1 1 n €2
P HZEi—H 2 & =€ < 2exp—(— >
i=

i=n+1

A présent nous avons en main tous les outils nécessaires pour borner (1.10)
P{SuprF(R[f] - Remp [f] >E} < 2P {SupfeF( Remp [f] — I,{emp [f] > %} (1.18)
< 2P (U5 CL,) (119)
<2 3V(Pel ) (1.20)
—2€2
< 2 S(F, 2n) exp(——) (1.21)

Une maniére plus pratique d'exprimer cette borne est de construire un intervalle de

confiance. Dés lors, nous obtenons une borne qui tient avec une probabilité 1 - & :

R[f] < R[f] + \/g (In(S(F,2n)) + 1n§) (1.22)
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Remarques

Cette formulation est trés intéressante, essentiellement parce qu'elle permet
d'approcher le risque sans avoir besoin de disposer de la distribution des données
P(x,y). Nous devons malgré tout rester prudents car il s'agit d'une borne. En

minimisant cette borne, nous ne minimisons pas forcément le risque R.

Le second terme du membre de droite est appelé terme de confiance. Sa présence
nous incite a prendre un nouvel élément en compte dans la recherche de la
fonction de décision. En effet, en plus du critere MRE nous allons veiller a ce que

la famille de fonctions dans laquelle posséde un terme de confiance intéressant.

Ce type de borne nous permet davantage de degager des concepts qu'une
utilisation immédiate dans la pratique. Il faut aussi se rappeler que tout le
raisonnement est fondé sur une limite pour laquelle le nombre de données tend
vers l'infini or en pratique, nous disposons d'un nombre limité de données.
Certains auteurs ont cependant développé des bornes du méme type adaptées a des
algorithmes d'apprentissage spécifiques. ([Smola et Scholkopf, 1998], [Vapnik,
1995])

Le terme de confiance est fortement lié a la notion de capacité. La plupart du
temps on minimise indirectement le terme de confiance au travers de la capacité”,
Dans cette formulation, il est possible d'utiliser un autre terme de capacité. On
cherche dés lors a utiliser une mesure de capacité adéquate au probléme considérée

et facile a manipuler.

1.3.3 La Dimension de Vapnik-Chervonenkis

Dans le chapitre 2, nous présentons une methode de classification basée sur un hyperplan

séparateur. La dimension VC est un terme de capacité particulierement bien adapté a ce

genre de classificateur. En effet, nous verrons dans la suite qu'il est possible d'agir

directement sur cette dimension en jouant sur la marge entourant I'hyperplan. Cette

4_ en substituant directement ce dernier au coefficient d'éclatement

Université Badji Mokhtar - Annaba Page 30
Département d’Informatique



observation constitue une des motivations principales de la construction de classificateurs

dits a marge maximale.

Définition 1.4 (dimension VC) La dimension VC d'un ensemble de fonctions , notée h
est le nombre maximum de points pouvant étre séparés de toutes les manieres possibles

par les fonctions de F .

Cela veut dire qu'il doit exister une configuration de h (= VC(F)) points, telle que les
fonctions f € F peuvent leur assigner les 2h combinaisons de labels possibles. A

nouveau, cela n'est pas garanti pour n'‘importe quel ensemble de h points.

Pour concrétiser ces propos, considérons trois documents représentés dans R? .

Supposons que la famille de fonctions f corresponde aux droites de R?

y =VviX + Yo

La dimension VC de F est 3 car on peut trouver une configuration de trois points
séparables de toutes les fagons possibles, par contre on ne peut trouver aucune

configuration de 4 points (ou plus) rendant une telle discrimination possible.
Par extension, nous pouvons énoncer la proposition suivante:

Proposition 1 La dimension VC de I'ensemble des hyperplans de R" est n + 1.

Figure 1.4- Exemple de configuration de 3 points séparables de toutes les maniéres possibles par
les droites de R2. Les ronds vides et pleins représentent respectivement les points assignés
positivement et négativement. La fleche représente le coté de la droite ou les points seront

classés positivement.
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Sans rentrer dans les détails, pour construire une borne du type (1.22), nous avons besoin

de formuler un terme qui prenne en compte le nombre d'exemples:
h(ln=+1) (1.23)

La partie gauche de la figure ci-dessous illustre le comportement de (1.22) en fonction du
rapport n/h. Il apparait clairement que lorsque le rapport est inférieur a 1, on se trouve
dans une zone de croissance linéaire, alors que quet n > h, la fonction décroit de
maniere logarithmique. On préfere dés lors se placer dans la seconde partie, laquelle

limite la contribution du terme de capacité dans I'expression de la borne sur le risque.

En substituant ce terme au terme relatif au coefficient d'éclatement dans (1.22) et en

négligeant le facteur "8"5, on obtient avec une probabilité 1 — & :

2n

RIf] < Remplf] + \/i (h(n=*+ 1) +In3)(1.24)

Ce terme est appelé terme de confianceVC. La partie droite de la figure ci-dessous nous
montre I'évolution de ce terme en fonction du rapport h/n. Ce tracé est effectué pour un
ensemble de 30 000 documents avec & fixé a 0.05. On observe que pour n > h, la
fonction (terme de confiance) croit de maniére monotone avec h. Par consequent, une

maniére simple de réduire la contribution de ce terme dans la borne va étre de minimiser

1 1 1 L L L 1 H H H H H
H & T B o (8] [ 03 0.4 0= 0e 0.y [1%-] 0.e 1
hin

1
4
nh

Figurel.5: Evolution du terme de Confiance VC.

>-chose que I'on peut faire en vertu de la limite tendant vers l'infini pour n
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1.3.4 Minimisation du risque structurel (MRS)
Regardons a présent comment utiliser une borne du type (1.23) pour entrainer une

machine d'apprentissage. Premiérement remarquons que dans ce type de borne, le risque
empirique concerne une seule fonction alors que le terme de confiance est relatif a un
ensemble de fonctions. L'idée de base va étre de fixer une série de sous-ensembles de
données, possedant chacun un terme de capacité propre, et ensuite d'effectuer un
entrainement par MRE sur chacun d'entre eux. Concrétement, nous allons diviser
I'ensemble F de la machine d'apprentissage en une structure qui consiste en I'imbrication
successive de sous-ensembles dont la dimension VC va en augmentant (cf. figure 1.5).
Une fois les entrainements sur chaque sous-ensemble terminés, nous allons déterminer le
modele optimal, en regardant quelle est la configuration qui minimise (1.23). On parle de

sélection de modele.

Figure 1.6 - Minimisation du risque structurel. Les sous-ensembles sont ordonnés selon leur
dimensionVC: h; < h, <...< h; <...< hg

1.3.5 Régularisation du risque
La régularisation permet d'adresser le dilemme biais-variance en formulant une fonction

objective ® qui fait intervenir I'erreur empirique et un terme pénalisant l'utilisation de

fonctions appartenant a un ensemble de (trop) grande e capacite.

11
Rreglf] = = > 21fx) =il +AP(D

6-En termes d'optimisation mathématique, il s'agit de la fonction a optimiser.
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Cette fonction objective s'appelle le risque régularisé. La constante A permet de régler
I'importance que l'on porte a un des deux pdles du dilemme. Cette constante est un
parameétre d'entrainement qui peut étre choisi par MRS. Comme nous le verrons, la
méthode des SVMs (cf. chapitre 2) est particulierement elégante quant a la formulation

de son risque régularise.

1.4 La classification en pratique
La definition de machine d'apprentissage ne nous indique nullement comment obtenir un

classificateur adapté a la tache considérée. Regardons a présent les différentes étapes que

I'approche Machine Learning préconise pour atteindre un tel objectif.

1.4.1 Ensemble de données
En premier lieu, nous devons disposer d'un corpus Q de documents qui ont déja été

classés selon les catégories qui nous intéressent. La catégorie peut étre fournie par
l'auteur du document mais dans la plupart des cas les documents sont classés a postériori
par une personne appelée I'annotateur’. On considére de plus que les documents de £

respectent les hypotheses prises sur le modele génératif.
En pratique, on sépare le corpus en deux ensembles disjoints:

e le corpus d’apprentissage (training set (Tr)) : C'est a partir de ces données que le
classificateur va étre construit. On extrait quelquefois au préalable des documents
du corpus d’apprentissage afin de constituer un ensemble permettant d'affiner les

réglages: corpus de validation (validation set (Va)).

e le corpus de test (test set (Te)) : Ces documents vont étre utilisés pour évaluer la
performance du classificateur face a des données non-encore rencontrées
jusgu'alors. La différence fondamentale qu'il y a entre le corpus de test et le corpus
de validation, outre la taille restreinte de ce dernier, est le fait que les documents
du test set ne peuvent en aucun cas étre utilisés dans le processus inductif

d'apprentissage.

’ _Certains sites de presse comme l'agence Reuters mettent & disposition d'important corpus
annotés
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1.4.2 Entrainement ou apprentissage

La phase d'entrainement consiste a sélectionner une fonction f € F,, c.a.d. a trouver une
évaluation des parametres y;. La sélection de ces paramétres est effectuée par un
algorithme d'apprentissage qui recoit en entrée le training set ainsi qu'un ensemble de
parametres d'apprentissage: Py, ..., Bc. En ce sens, ce sont les donnees (du training set) qui
induisent I'apprentissage. L'ensemble des parameétres, y;, resultant de I'apprentissage est
appelé modeéle. Une machine d'apprentissage munie d'un modeéle est appelée machine

entrainée. La figure 1.6 schématise un tel entrainement.

Modale
Y

h

Machine d’apprentissage

Fy(z)

/

paramétres d’apprentissage
b1..-DPk

Training set : (£1,Y1)---(Tn,¥n)

Figure 1.7 - Entrainement d'une machine d'apprentissage

1.4.3 Evaluation du modeéle (test)
Une fois le modele obtenu, il est intéressant d'évaluer ses performances sur un ensemble

indépendant de données : le test set. En effet, on ne peut se fier aux résultats obtenus sur
le training set car la machine d'apprentissage a perdu son indépendance face a ces

données. Cette phase permet de se rendre compte du pouvoir de généralisation du
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classificateur, ¢.a.d. sa capacité a obtenir de bons résultats sur n'importe quel ensemble de

données provenant de la méme distribution.

Dans la pratique, certaines personnes observent comment évolue I'évaluation du modele
lorsqu'elles ajustent les parametres d'apprentissage. Une telle pratique n'a bien entendu
plus aucune rigueur scientifigue puisque la machine d'apprentissage n'est plus
indépendante du test set. Pour pouvoir effectuer une telle opération, il faut utiliser un

autre ensemble indépendant: le validation set. On parle de phase de validation.

1.4.4 Exploitation
Lorsque I'on dispose d'un modéle efficace pour une tache considérée, on peut utiliser la

machine d'apprentissage pour faire des prédictions sur de nouveaux documents. Dans
notre cas, un classificateur correspond donc a une machine entrainée. Les sociétés qui
vendent ce type de classificateurs entrainent souvent la machine d'apprentissage sur un
corpus relatif aux catégories specifiées par le client. De cette maniére, le client recoit
uniguement une machine entrainée sans avoir a se soucier de questions d'entrainement et
de paramétrage. Certaines applications grand public telles que la reconnaissance vocale
(Babel Speech) ou I'OCR (Read Iris, Omnipage) proposent également des classificateurs
entrainés. Il y a souvent une phase d'adaptation (a la voix ou a I'écriture) dont le but est

de sélectionner le modéle correspondant le mieux a l'utilisateur.

1.5 Quelques Méthodes de Classification

Les caractéristiques extraites de la forme permettent de définir un vecteur d’observation.
Ces observations sont ensuite comparées a des références représentant les classes pour
permettre d’associer une étiquette a chacune d’elles. Les références sont issues d’un

apprentissage assuré grace a un corpus de données pré-étiquetées (phase manuelle).

1.5.1 Approches statistiques
Chaque classe C; est supposée étre caractérisee par la loi a priori P(C;) et par la

distribution des observations conditionnellement a la classe P(y / C; ), ou y est un vecteur

d’observations ou une suite de vecteurs d’observations.

La décision d’appartenance de y a une classe est prise en recherchant la classe de

probabilité a posteriori maximum :
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P(Ci/y) =max P(C; /'y) =max P(y/C;) P(C)/ P(y) (1.25)

En supposant toutes les classes équiprobables, le critere de décision devient alors le

critere du maximum de vraisemblance.
La classe identifiée C; vérifie donc :
P(y/Ci)=maxP(y/C;) (1.26)

Cette approche nécessite une phase d’apprentissage qui consiste a obtenir P(C;) et P(y /

Ci) a partir d’un ensemble d’échantillons.

Il existe différentes méthodes de classification que I’on peut classer en deux groupes :
> les méthodes paramétriques
> les méthodes non paramétriques

Ce classement se fait selon la connaissance a priori des lois de distribution des

observations et des classes.

1.5.2 Méthodes paramétriques
Si on fait une hypothése sur la forme de la loi de densité de probabilité p(y / C;), par

exemple que I’on posseéde des informations initiales sur la « forme » de la classe, alors la
loi générale est connue (par exemple une loi normale, une loi de Poisson, une loi gamma,

...) et sa forme particuliere est modulée par un nombre fini de parameétres.

L’apprentissage a 1’aide des échantillons va simplement consister a trouver ces

parametres.
1.5.2.1 Le mélange de lois gaussiennes

La distribution probabiliste de chaque classe discriminée peut étre modélisée par une
gaussienne multidimensionnelle ou pour plus de précisions par un mélange de lois
gaussiennes multidimensionnelles (MMG pour modéle de mélange de lois gaussiennes) .

L’espace est consideré de dimension multiple.
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Si y est une séquence de vecteurs (Y;), supposeés indépendants alors :

(1.27)

P(y/C) =[P /C) P(y,/C) =3 uiN(y, mi, %)

avec

i i
o NOYe.m.2) représente une loi multi gaussienne
i
M représente le vecteur moyenne
i
2 représente la matrice de covariance

i
Y représente les probabilités a priori
M désigne le nombre de classes du mélange
p désigne le nombre de loi multi gaussienne

Rappel concernant les densités correspondantes a des lois normales

multidimensionnelles :

1

N(X, 2,2)=———7
(X, 1, %;) (27Z')d/2|2i|l/2

eXp[_%(X_ﬂi)tEil(X_ﬂi)} (1.28)
A titre d'illustration, la figure 1.7 présente un exemple en deux dimensions dans lequel on

a représenté mille points issus d'un modele de mélange comportant trois composantes.

On distingue les trois formes ellipsoidales (qui n‘ont d'ailleurs pas la méme orientation, ce
qui traduit le fait que les matrices de covariances sont différentes pour chaque
composante du mélange). Il est clair que selon la maniere dont les vecteurs moyens des

composantes different, I'individualisation des composantes sera plus ou moins marquée.
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Figure 1.8: Exemple d’un mélange de trois densités gaussiennes bidimensionnelles.

En apprentissage, plusieurs approches sont possibles et entre autres :
> la méthode du maximum de vraisemblance

Les paramétres de la loi recherchee sont considerés comme « fixes » et le choix optimal
est celui qui maximise la probabilit¢ d’obtenir les échantillons fournis pour définir la

classe.
> la méthode d’estimation Bayésienne

Les parametres cherchés sont considérés comme des variables aléatoires ayant une

distribution a priori connue.

1.5.3 Méthodes non paramétriques

Dans les méthodes d’apprentissage paramétriques, les échantillons permettent d’estimer
les parameétres de la loi de densité de probabilité de chaque classe. Mais, toutes les lois de
distributions classiques sont unimodales, elles ne peuvent donc prétendre représenter
toutes les possibilités pour les classes. De plus, faire des hypotheses erronées sur le
modele a priori d’une classe peut amener a des résultats catastrophiques d’ou la nécessité

de I’apprentissage non paramétrique.
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Les méthodes non paramétriques vont prendre en compte les échantillons et surtout leur

répartition spatiale dans I’espace des paramétres pour obtenir des lois de densité de

probabilités plus proche de la réalite de la classe.

Les décisions sont basées sur des statistiques locales (c’est a dire une estimation locale de

la fonction de densité) comme la méthode des k plus proches voisins ou des

histogrammes.

1.5.3.1 Méthode de décision du plus proche voisin :

Si I’on est capable de calculer la distance entre une forme x quelconque et un échantillon,

alors la régle de décision du plus proche voisin peut étre employee.

Le principe de décision consiste tout simplement a calculer la distance de la forme

inconnue X a tous les échantillons fournis. La forme est alors classée dans la classe de

I’échantillon le plus proche.

Par exemple dans la figure 1.8 ci-dessous x est classé dans la classe C2.

 Cl

Figure 1.9 : Décision selon le plus proche voisin.
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1.5.3.2 Méthode de décision des k plus proches voisins :

I1 s’agit d’une extension de la méthode précédente (plus proche voisin) : pour une forme
inconnue x a classer, on va calculer la distance de x a tous les échantillons, puis on
sélectionne les k plus proches échantillons et on affecte x a la classe majoritairement

représentée parmi ces k échantillons.

Dans I’exemple suivant (cf. figure 1.9), pour k=5 voisins, on classe x dans la classe C;

alors que par la méthode du plus proche voisin il aurait été classé en C,.
Il'y a plusieurs choix possibles pour les distances :

e distance euclidienne

e distance « city block » (somme des valeurs absolues)

e distance de Tchebycheff (sup)

Figurel.10: Décision selon les k plus proches voisins.
1.5.4 Les Réseaux de Neurones
On distingue parmi les différents modeles neuronaux existants deux grandes classes
d'algorithmes : celles qui utilisent I'apprentissage supervise et celles qui déterminent leurs
parametres par apprentissage non supervisé. Dans la premiere classe, le modele le plus
connu et le plus utilisé est le Perceptron Multicouches qui permet de traiter les problémes

de régression non linéaire. Dans la seconde classe, on trouve le modele des cartes
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topologiques dont la premiere version est due a Kohonen. Utiliser les cartes topologiques
permet d'aborder tous les problémes classiquement connus en statistique sous le nom de
classification automatique non supervisée. Un réseau de neurones est un ensemble
d'éléments simples, reliés les uns avec les autres, qui se transmettent de I'information par

I'intermédiaire de ces liens ou connections (cf. figure 1.10).

Figure 1.51 : Exemple de réseau de neurones. Figure 1.6 : Fonctionnement d’un neurone.

Chaque neurone additionne les valeurs de ses entrées (fleches entrant dans le neurone) et
la renvoie aux suivantes (fleches sortantes) ( cf. figure 1.11). Dans le cas de I’indexation
sonore, I’entrée est formée de la suite d’observations et chaque sortie correspond a une

classe [Freeman et Skapura, 1991].

Pour n entrées, la formule générale est la suivante :

S, = Seuil(zn:WiVi) (1.29)

i=1

La fonction Seuil assure que la valeur de sl ne dépassera pas certaines limites
"raisonnables™ (en général l'intervalle 0-1). Elle interdit les évolutions "catastrophiques"

(effets de boucle ou les valeurs deviennent de plus en plus grandes).

Il existe plusieurs fonctions de seuil : les fonctions les plus "naives” sont des seuils plus

ou moins biseautés (cf. figure 1.12 Hard Limiter et Threshold Logic).
La fonction « Hard Limiter » est une fonction seuil avec | (entrée) :

e sil>seuil = neurone activé
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e sil<seuil - neuroneinhibé
La fonction « Threshold Logic » est une fonction linéaire :
o sSil>1 -> neurone activé
e si0<I<1 >
o sSil<O -> neurone inhibé

Cependant, les neurones a "sigmoide™ (cf. figure 1.12) sont beaucoup plus performants.

Les fonctions sigmoides sont continues et en général bornées entre —1 et 1.

N e — #1 --/_
e

0 0 o

-1
HARD LIMITER THRESHOLD LOGIC "~ SIGMOID

Figure 1.7: Quelques fonctions de seuils.
Les perceptrons sont des réseaux sans contre réaction : les sorties des neurones de la
couche i forment les entrées de la couche i+1. La figure 1.13 montre la structure d'un
perceptron a trois couches dont une couche cachée, appliqgué a un probléeme de
reconnaissance globale de mots. Ce modele est issu des travaux de F. Rosenblatt sur le
perceptron monocouche, plusieurs travaux concernant la reconnaissance de I’écriture
arabe sont effectués en utilisant cette derniere architecture (cf. [Farah et al 2005, Souici

et Sellami, 2002]).
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Figure 1.8 : Structure d'un perceptron a trois couches.

1.5.5 Classification par Modeéle de Markov Caché
Un Modéle de Markov Caché (MMC) ou HMM (Hidden Markov Model) est semblable a

une machine a états finis dans laquelle les transitions et les résultats sont stochastiques.
Les MMC sont généralement utilisés par les systemes de reconnaissance de I’écriture
[Gasmi et al 2005, Hassini et al, 2004] pour faciliter I’identification des mots
représentés par les ondes sonores captées. Dans ce cas, un MMC décrit la réalisation
d’une concaténation de processus ¢lémentaires qui représentent la séquence de
paramétres acoustiques extraits d’un énoncé humain. Un MMC est donc une

représentation statistique d’un événement.

La classification consiste a définir pour chaque classe un Modéle de Markov Caché, un
automate d’états finis probabilisé, ou chaque état représente un son et émet de maniere
probabiliste un vecteur d’observations. Les transitions représentent les différentes
possibilités d’enchainer les sons. La fonction de décision est basée sur le critére du

maximum de vraisemblance.
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De maniere synthétique, un MMC est donc un automate pondéré stochastique particulier
capable, apres avoir été entrainé, d'estimer la probabilité qu'une séquence d'observations
donnée ait pu étre générée par son modele. Dans l'absolu, a chaque phrase doit
correspondre un modele. Mais ceci est, évidemment, irréalisable. Des sous unités de la
phrase, telles que le phonéme, la syllabe ou le mot, sont associées a un modéle de
Markov caché de maniére a réduire le nombre de parameétres a entrainer. Chacun de ces

modeles est constitué d'un nombre fini d'états prédéterminés
Paramétrage d’'un MMC
- Partie markovienne
e Spécifier la distribution initiale IT = (IT1,..., TIN)’.
e Spécifier la matrice de transition A = [a;]. A est une matrice stochastique c’est

Z’j\l—l a; = 1

a dire que avec 0<i,j<N.
- Partie observation

e La matrice d’observation notée B = [bi,y] caractérise la loi d’observation

sachant que y € QT (ensemble des observations).

Pour I’exemple de la figure 1.13, les états 1, 2 et 3 sont des états émetteurs c’est a dire

qu’on a une observation associée chaque fois que 1’on arrive dans ces états.

Figure 1.9: Exemple de Modéle de Markov Caché.
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Conclusion

Quelque soit la méthode de décision employée, un ensemble d’apprentissage est
nécessaire, afin d’apprendre les seuils, les caractéristiques des classes ou les paramétres
des modeles statistiques (histogrammes, moyennes, variances, parametres des MMC ou
des Réseaux de neurones).dans le prochain chapitre nous discutons la méthode de
décision par SVMs. Les performances des classificateurs sont, comme dans de nombreux
problemes de reconnaissance des formes, extrémement dépendants de la qualité de cet

apprentissage.
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Chapitre II :

Les Machines a Vecteurs de
Support (SVM).

Université Badji Mokhtar - Annaba Page 47
Département d’Informatique



1.1 Introduction

L'origine des Machines a Vecteurs de Support (SVMs) remonte a 1975 lorsque Vapnik et
Chervonenkis proposérent le principe du risque structurel et la dimension VC pour
caractériser la capacité d'une machine d'apprentissage. A cette époque, ce principe n‘a pas
trouvé place et il n'existait pas encore un modele de classification solidement appréhendé
pour étre utilisable. 1l a fallu attendre jusqu'a I'an 1982 pour que Vapnik propose un
premier classificateur basé sur la minimisation du risque structurel baptisé SVMs
[Vapnik, 1982]. Ce modéle était toutefois linéaire et I'on ne connaissait pas encore le
moyen d'induire des frontiéres de décision non linéaires. En 1992, Boser et al. proposent
d'introduire des noyaux non-linéaires pour étendre les SVMs au cas non-linéaire [Boser,
etal, 1992].

En 1995, Cortes et al. proposent une version régularisée des SVMs qui tolere les erreurs

d'apprentissage tout en les pénalisant [Cortes et Vapnik, 1995].

Méthodes a
noyaux

méthodes non
supervisées

méthodes
supervisées

v Y Y Y
Feature Vector | Classifieurs
SVM Kemel LDA Selection Kernel PCA 1-classe
\ ¥
méthode de méthode de
v-SVM C-SVM I'hyper-plan I'hyper-sphére

Figure 2. 1. : Arbre de classification des méthodes d'apprentissage a base de noyaux

Depuis, les SVMs (le pluriel est utilisé pour designer les différentes variantes du SVM)
n'ont cessé de susciter l'intérét de plusieurs communautés de chercheurs de différents
domaines d'expertise. Par exemple, Cortes et al. dans [Cortes et Vapnik,1995],
Scholkopf et al. [Scholkopf et al, 1999] et Burges et al. [Burges et al, 1997.] ont
appliqué les SVMs a la reconnaissance de chiffres manuscrits isolés, Blanz et al. [Blanz
et al,1996.] ont expérimenté les SVMs sur des objets 2D de vues différentes. Schmidt et
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al. [Schmidt, 1996.] ont exploré la tache de reconnaissance d'orateur. Osuna et al. ont

traité la reconnaissance d'images de visages [Osuna et al, 1997].

Dans la plupart des cas, la performance des SVMs égale ou dépasse celle de modeles
classiques déja établis. L'estimation de densité de probabilité [Weston, et al, 1997] et la
décomposition ANOVA [Stitson, et al, 1997] ont été aussi explorées. D'autres auteurs
ont aussi étudié I'apport de la connaissance a priori pour ce type de classificateurs. Ainsi,
les SVMs virtuel de Burges et al. [Burges et al, 1997.] améliorent la généralisation en

appliquant un bruit spécifique a I'ensemble de vecteurs de support [Chris et al, 1997].

Smola et al. ainsi que Wahba ont mis en évidence la ressemblance entre le SVM et la
théorie de régularisation [Smola, 1998], [Girosi, 1997], [Wahba, 1998]. Ils ont démontré
qu'associer un noyau particulier a un SVM revient a considérer une pénalisation
différente de I'erreur d'apprentissage en maximisant la marge. Ce qui nous permet de dire
que la maximisation de la marge dans l'espace augmenté est une forme de régularisation
de I'apprentissage. Dés lors, les SVMs permettent de répondre a deux problémes centraux
de la théorie de I'apprentissage statistique que sont:

- le contr6le de la capacité du classificateur,

- le sur-apprentissage des données.

1.2 Risque structurel

Dans cette section, nous rappelons quelques éléments essentiels de la théorie de
I'apprentissage statistique. Nous introduisons par la méme occasion le principe du risque
structurel que minimise le SVM [Vapnik, 1995].
Considérons un probléme de classification a deux classes et soit les paires de données
étiquetées :

(%1, Y1), oo (21, ¥1) € R¥x{%1} (2.1)
ou x; représente la i®™¢ observation de I'ensemble d'apprentissage et y; son étiquette.
Et soit I'ensemble de fonctions f;, défini:

{f,ae N} eRN - {+1} (2.2)

Supposons aussi qu'il existe une distribution P(x,y) des données dont on ignore le
modele. La tache d'apprentissage de f, qui approxime au mieux cette distribution

consiste a minimiser le risque réel donné par :
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R(@) = [dP(xy). (23)
Ne connaissant pas P(x,y), il est difficile d'estimer le risque R(a) . Il est possible toute-

fois de considérer une fonction de risque empirique de la forme:

Remp(@) 3 Ziis| fulx) = vl (24)

Si I'ensemble d'apprentissage est fini, la minimisation du risque empirique donné par
I'équation 2.4 ne garantit pas un minimum pour le risque réel.
En 1979, Vapnik [Vapnik. 1979] a mis au point le principe de la minimisation du risque
structurel qui évite le sur-apprentissage des données a la convergence de la procédure
d'apprentissage. Le risque empirique, par ailleurs, représente une estimation assez
optimiste du risque réel dont la minimisation ne garantit pas la convergence vers une
solution acceptable.
En fait, si nous choisissons d'entrainer un PMC avec une méthode de descente de
gradient quelconque, nous minimiserons l'erreur quadratique sur I'ensemble
d'apprentissage en considérant un grand nombre d'époques a travers les données. Or, le
modele trouvé ainsi représente une solution biaisée a cause de I'erreur de variance dont
souffre l'erreur quadratique. En effet, il est démontré qu'un minimum pour l'erreur de
généralisation requiert un compromis entre l'erreur de biais et I'erreur de variance. La
technique du ' early stopping' par exemple, est une des regles empiriques utilisées pour
gviter cet inconvénient.
Le risque structurel constitue une borne supérieure de I'erreur de généralisation qui
s'écrit:

R(@) < Remp(@) + 95, 52) (25)

poura € Aetl > havec une probabilité d'au moins 1 — n et ou ¢ est un terme de

confidence donnée par:

n(10g2+1)-logh
¢(E,log(n):\/( h ) (2.6)

l l l

Le parameétre h est appelé VC ou dimension de Vapnik-Chervonenkis (Voir Chapitrel,
Section1.3.3). Il décrit la capacité de I'ensemble de fonctions solutions. Pour un probleme

de classification binaire, h est le nombre maximum de points séparables selon 2"
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configurations par I'ensemble de fonctions solutions. La minimisation de cette borne

consiste a opérer une régularisation de I'erreur empirique R.p,,(a) via le terme de

h logn
U’

pénalité ¢ ( ). Donc un minimum est garanti en minimisant a la fois l'erreur
empirique et le terme de régularisation.

Le terme machine d'apprentissage est utilisé pour désigner I'ensemble de fonctions de
décision f;, dont la machine dispose, le principe d'induction afin d'approximer I'erreur de
géneralisation est I'algorithme mettant en ceuvre le principe d'induction.

La limite supérieure du risque réel (erreur de généralisation) définie dans I'équation 2.5
constitue un principe essentiel de la théorie des Machines a Vecteurs de Support qui
nécessite encore quelques remarques pertinentes.

Selon I'équation 2.5, étant donné un ensemble d'apprentissage de taille L, il est possible de
borner R(a) en minimisant la somme des quantités: R,,,,,(a) et h({f; : a € AD), tel que

A représente un sous-ensemble de A. Par ailleurs, I'erreur empirique dépend de la solution
particuliere trouvée par la machine d'apprentissage, a savoir f, et peut étre réduite en
choisissant des valeurs appropriées pour les parameétres a; composant a.
La capacité h (dimension VC) quant a elle, dépend de I'ensemble de fonctions {f, : a €
A} que la machine d'apprentissage peut inférer. Dans le but de controler h, il est possible
de considérer des structures Sn = {f, : a € A,} de plus en plus complexes, telles que:

S5cS,c..c§,cC- (2.7)
et dont les capacités respectives vérifient I'inégalité:

hy <h,<h, <. (2.8)

Pour un ensemble observations (x4, y;) ..., (x1,y;), la minimisation du risque structurel
vise a choisir f, parmi I'ensemble de fonctions {f, : a € A,,} possibles, qui minimise le
risque garanti (le risque garanti a été utilisé par Guyon et Boser pour désigner la limite
supeérieure de I'erreur de généralisation donnée dans I'équation 2.5).
Le processus de choisir le bon sous-ensemble de fonctions solutions revient a contréler la
complexité du classifieur en cherchant le meilleur compromis entre une faible erreur
empirique et une complexité moindre. Notons enfin, que plusieurs travaux ont abouti a
des résultats similaires quant a la nécessité d'un compromis entre I'erreur d'apprentissage

et la complexité du modéle pour assurer une faible erreur de généralisation. Il en est ainsi
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avec la theorie de la regularisation, le Minimum Description Length [Rissanen, 1978],

[Kolmogorov,1965] et le dilemme Biais-Variance [Geman et al,1992].

2.3 Espace augmenté
Soit l'observation x = (x;,+,xy) € RY, et supposons que son information utile soit

contenue dans I'ensemble des mondmes d'ordre d des composantes x; de x. Dans ce cas,
il est possible de considérer I'espace F des monémes d'ordre d comme espace de
caractérisation. En reconnaissance d'images, ceci équivaut a calculer des produits de
valeurs de pixels.
Par exemple, dans l'espace d'entrée R?, I'ensemble des mondmes d'ordre 2 constitue un
vecteur de caractérisation de dimension 3, comme montreé ci-dessous:

®:R? > F =R3 (2.9)
qui associe pour chaque observation x = (x4, x,) une image de la forme:

(g, x2) — ((6F, 3, x4, X3)

Cette approche permet de considérer un degré de non-linéarité allant jusqu'a:

_ (N+d-1)!
F= ain-1’

(2.10)

ou N représente la dimension de l'espace des monémes de degré d correspondant a
I'espace d'entrée RY.

Une image de 16 x 16 pixels, par exemple, produit 10*° mondmes d'ordre 5. Le calcul
dans cet espace peut s'avérer fastidieux et tres colteux en complexité de calcul et en
espace mémoire. Cependant, dans certaines conditions spécifiques, il est possible de
considérer un espace augmenté @ de tres haute dimension sans calculer explicitement les
données dans cet espace en utilisant des noyaux non-linéaires. Ces derniers permettent de
projeter les données de l'espace d'entrée RN vers un espace augmenté et manipuler
uniquement les produits scalaires des images des points.

2.3.1 Noyau polynomial

Pour pouvoir représenter des produits scalaires de la forme ®(x). ®(y). (voir équation
2.9), nous utilisons la notation:

k(x,y) = ®(x). (), (2.11)
qui décrit la valeur du produit scalaire dans lI'espace augmenté F.

Ce calcul ne nécessite pas le calcul des images ®(x). ®(y) explicitement. Cette propriété
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a été utilisee par Boser, Guyon et Vapnik pour étendre l'algorithme de I'hyper-plan
généralisé au SVM non-linéaire [Boser et al, 1992.]. L'espace augmenté F est alors

appelé espace de linéarisation (cf. Figure 2.2).

A

espace d'entrée espace augmenté
O H
u
————p
O O

Figure 2. 2. : Transformation des données avec les noyaux de Mercer

En réalité, Aizerman et al. étaient les premiers a avoir élucider le concept de
manipulation de produits scalaires via un noyau non-linéaire k(x,y) [Aizerman et al,
1964]. Tout noyau décomposable selon la forme donnée dans I'équation 2.11 est un
noyau Mercer [Courant et Hilbert, 1953]. On démontre que tout noyau continu,

symétrique et semi-défini positif est un noyau de Mercer.

Si nous considérons I'exemple du paragraphe précédent avec N = d = 2, nous aurons
alors une transformation de la forme:
Cy(x): (xq, x3) = (x12»x22»x1»x2rx1rxz);
dont le produit scalaire (C,(x)C,(y)) peut s'écrire:
(C,(0)C () = xi,y5 + x7,¥5 + 2x1%5, 1, Y2 = (x.y)?

Cet exemple simple montre qu'un noyau quadratique produit un espace augmente
implicite dans R*. Plus généralement, il est démontré gu'un noyau polynomial d'ordre d
projette les données dans l'espace des monémes d'ordre d [Poggio, 1975]. Une autre

fonction @ possible pour ce méme noyau aurait pu étre:

@ (x) = x2,x2,V2 x,x,) (2.12)
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Le tableau 2.1 montre quelques noyaux de Mercer classiques utilisés pour le SVM.

Noyau Formule

Linéaire k(x,y) = x.y

Sigmoide k(x,y) = tanh(ax.y + b)

Polynomial k(x,y) = (ax.y + b)?
RBF k(x,y) = exp (—llx — yll* /o?

k(x,y) = exp (—lylll x

- vID
Tableau 2.1. : Quelques noyaux classiques

Laplace

2.4 Formulation

Dans ce paragraphe, nous décrivons l'utilisation des machines a vecteurs de support pour
la classification et dérivons la formulation des SVMs linéaires. Nous y trouvons deux
descriptions distinctes. La premiére traite le cas de données séparables. Une version
modifiée permet, par ailleurs, de considérer des données non séparables. L'extension au

cas non lineaire est decrite plus loin.

Soit donc le probleme de classification binaire défini par [ observations
(x4, Y1) .-, (x1,y1), tirées de maniére indépendante d'une méme distribution inconnue.
Chacune des données x;,V;=1,.....1, représente un vecteur de caractéristiques dans
R de dimension N. Les variables y; = {+1,—1},V;= 1, .....1 représentent les classes

d'appartenance correspondant aux données x;.

Il s'agit d'estimer la fonction de deécision f(x) qui approxime au mieux les exemples
d'apprentissage, telle que y; = f(x;) pour toute donnée x;. Aussi, définissons la fonction

de codt associée a l'erreur de classification comme suit :

EQ.f() = {05y = () (2.14)

1 sinon
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2.4.1 Hyper-plans de séparation
Nous avons énoncé dans I'équation 2.7 que des structures imbriquées S,, d'espaces de
fonctions mettent en oeuvre le principe de la minimisation du risque structurel si un
compromis entre la complexité du modele et une faible erreur d'apprentissage est trouvé.
L'algorithme de construction du SVM considére des hyper-plans de séparation entre les
classes a discriminer.
Soit alors z;, .....z, € F lesimages de x;, .....x; € R" dans l'espace augmenté F.
L'hyper-plan de séparation dans I'espace F peut s'écrire :

{zeF: (wy.2) + by}, (2.15)
ou (w,b) € FxR.

Cette formulation permet toujours de choisir des surfaces dont le couple (w, b) est un
multiple de (wy, by) de I'équation 2.15. Cependant, il est d'usage de considérer une
formulation canonique telle que:

min; = 1,...,l[(w.z) + b)| = 1, (2.16)
qui garantit que les points les plus proches de la surface de séparation aient une sortie de
valeur absolue égale a 1. Il est facile de démontrer, dans ce cas, que la distance séparant
les exemples de la classe positive et les exemples de la classe négative les plus proches

du plan de séparation (appelée aussi marge de séparation) est égale a :
2

D=2 (2.17)

liwll

Le principe de minimisation du risque structurel dans la théorie des machines a vecteurs
de support découle du fait qu'il est démontré que la dimension VC associée a des
fonctions de décision de la forme:

fwp = sgn((w.z) + b) (2.18)
verifie:

h < R2A? +1 (2.19)
Dans I'équation 2.19, R est le rayon de la plus petite hyper-sphere englobant les donnees
d'apprentissage z,,.....z;,et A un scalaire tel que A>2 /D . Si ||lw|| > A, la borne

supérieure de la dimension VC devient N + 1, ou N est la dimension effective de
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I'espace augmenteé F.

Il est établi que pour ||w|| < A4, il est possible d'obtenir des dimensions VC largement
inférieures a Np. Cette propriété permet de travailler dans des espaces de tres haute
dimension avec une dimension VC minimale. En résumé, maximiser la limite inférieure
de la marge D permet de minimiser la dimension VC de la machine d'apprentissage. Bref,
nous cherchons a minimiser a la fois le nombre d'exemples d'apprentissage mal classifiés

et la dimension VC en maximisant la marge.

2.4.2 Hyper-plans a marge optimale
Supposons que nous ayons un ensemble d'observations (zy,y;),...,(z1,y1),tel que z; €
F
ety; € {£1}.
Idéalement, nous cherchons a trouver la fonction de décision
fup = sgn((w.z) + b)

telle que:

fwpr(@) =y, i=1,...1 (2.20)
Si cette fonction existe (le cas non-séparable sera traité dans la prochaine section),

I'inégalité suivante est vérifiée:

Le lagrangien primaire s'écrit alors
Lw,b,a) = %HWII2 -¥ ai(yi((zi.w) + b) -1 (2.22)

Les variables a; correspondent aux facteurs de Lagrange des contraintes définies dans
I'équation 2.22. Au minimum de la fonction objective L(w, b, ), ses gradients par

rapport a w et b deviennent:
— L(w,b,a) =0 (2.24)

Résoudre les equations 2.23 et 2.24
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li]
ow

L(w,b,a) =0 (2.25)

donne:

l
w E a;yiz;
i=1

avec

ai[yi((zzw)+b)—1]=0,i=1,....,l (2.26)

En remplacant w par son expression de I'équation 2.25 dans I'équation 2.22, et en prenant
en compte la contrainte de I'équation 2.26, la fonction objective L(w, b, @) prend la forme
d'un Lagrangien dual & maximiser fonction de «a; seulement. 1l s'écrit:
W(a) =X a; — %Z%:j @;;y;y; (2i-2;) (2.27)
avec les contraintes :
a=>0,i=1,.... l (2.28)
Et
i1y =0 (2.29)

La fonction de décision finale du SVM linéaire s'écrit:

f(x) = sgn(Bio; a;yi(z.z;) + b) (2.30)

Les données d'apprentissages z; associées a des parametres a; non nuls sont appelées
vecteurs de support. Pour une observation de test z quelconque, la valeur de f(z) indique

sa classe d'appartenance inférée par le SVM.

2.4.3 Hyper-plans a marge molle
Le probléme d'optimisation quadratique énoncé dans I'équation 2.27 a une solution dans
le cas de données séparables uniquement. Dans le cas contraire, les conditions de Tucker

(KKT) ne sont jamais satisfaites.

Cortes et al. [Cortes et Vapnik ,1995] utilisent une technique qui consiste a accepter des

erreurs d'apprentissage tout en les pénalisant. Les auteurs ont introduit un parametre de
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pénalisation C qui regle le degré de compromis désiré entre la séparabilité des classes et
I'étanchéité du modeéle aux erreurs d'apprentissage. Pour ce faire, redéfinissons la

contrainte de I'équation 2.21 en considérant des variables :
aé=>0,i=1,....1,
associées aux données z; € F,V;= 1, ..., 1 de I'ensemble d'apprentissage.
La variable &; est la distance séparant z; de la frontiere de la marge qui est définieé[1 —

f(2)yl;, pouri=1,...,1 L’opérateur [ ], est défini :

[x]; =x six=>0

[x]; =0six<0
La contrainte de I'équation 2.21 devient alors:
yi(zew)+b)=1-§&,i=1,..,1 (2.31)

Dans ce cas, la fonction objective a optimiser s'écrit:
1
Lw, &) =-llwll* + C Xl & (2.32)

ou C représente le facteur de Lagrangien associé au terme de pénalisation rajouteé.
Cortes et Vapnik démontrent [Cortes et Vapnik, 1995] que la fonction de décision dans
ce cas est caractérisée
par:
w =X, Y% (2.33)

et que le Lagrangien dual a maximiser s'écrit:

1
W(a) =Y, a; — 2 51 a; ;Y (2 2;) (2.34)
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avec les contraintes :
0<aq;<Cii=1,....1, (2.35)

et
Y ay; =0 (2.36)

2.4.4 Le SVM non-linéaire

Boser at al. [Boser et al, 1992], ont su produire des frontiéres de décision non-linéaire
avec le SVM (cf .Figure 2.4). L'idée est d'utiliser un noyau de Mercer qui permet de
projeter les données dans un espace éventuellement plus grand dans lequel une séparation
linaire des classes est possible [Courant et Hilbert, 1953]. Il est alors important que la
formulation du produit scalaire dans I'équation 2.27 reste intacte aprés l'introduction du

noyau. Boser et al. démontrent qu'un noyau de Mercer ayant la forme:

D(x).0(y) = k(x,x;) (2.37)
ne change pas la nature de la fonction objective a optimiser qui équivaut toujours a un

probléme de maximisation quadratique.

Le Lagrangien dual de la fonction objective a maximiser est alors:

1
W(a) =X, a — > L a;a;yyik(x;, x;) (2.38)

Figure 2. 3. : Frontiére de décision non linéaire
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La fonction de décision s'écrit encore :
F(x) = sgn(Xi_, yia;k(x,x;) + b) (2.39)

Notons que f(x) est une combinaison linéaire de termes non-linéaires k(x, x;) qui re-
présente la similarité entre les images des points x et x; Pour une observation de test x

quelconque, la valeur de f(x) indique la classe d'appartenance inférée par le SVM.

2.4.4.1SVM L2
Pour des données non séparables, la variante L2 du SVM minimise:
Lw,&) = 120 4 1y e (2.40)
qui équivaut a la maximisation de la fonction objective:
W(a) =Xa; — %Zi,j “i“j%)’jk(xi»xj); (2.41)
lorsque:

~ 1
k(xi,xj) = k(xl,x]) +E lf [ =]

E(xi,xj) = k(xi,xj) lf i :F]

avec les contraintes
Z a;y; =0
i
et
a; = O,VL = 1,,l

2.4.5 Conditions de Karush-Kuhn-Tucker

La résolution de I'optimisation quadratique de I'équation 2.38 est basée sur les conditions
de convergence dites de «Karush- Kuhn- Tucker» (KKT) qui établissent les conditions
nécessaires (mais parfois suffisantes) de convergence de la fonction objective duale. Ces

conditions sont relativement simples et s'écrivent:

Université Badji Mokhtar - Annaba Page 60
Département d’Informatique



;=0 =y f(x) =1 eté =0
0<ai<C =yif(xl-)=1 etfi=0 (242)
a,=C =y, f(x;)) <1 eté; =0

Les équations 2.42 reflétent une propriété importante du SVM stipulant qu'une grande
proportion des exemples d'apprentissage sont situés en dehors de la marge et ne sont pas

retenus par le modéle. Par conséquent, leurs multiplicateurs a; sont nuls.

Les conditions de KKT traduisent le fait que seulement les variables a; des points situées
sur la frontiere de la marge (0 < a; < C) ou a l'intérieure de celle-ci (a; = C) sont non

nulles. Ces points sont les vecteurs de support du classificateur.

Le SVM produit alors une solution clairsemée n'utilisant qu'un sous ensemble réduit des
données d'apprentissage. Sans cette propriété, l'entrainement du SVM sur de gros
ensembles de données ainsi que son stockage deviennent extrémement prohibitifs.

2.4.6 Calcul du biais b

Le paramétre de biais b permet de définir des surfaces de séparation ne passant pas par
I'origine. Son calcul exploite les vecteurs de support respectant I'inégalité (0 < a; < C)

dont les &; correspondants sont nuls. L'égalité suivante:

!
yi(b + Z yiaik(x;,x;)) =1

j=1
est alors vérifiée.

En considérant la moyenne calculée sur cet ensemble des vecteurs de support, une valeur
stable de b peut s'écrire :

b :—(yl Zy]a]k(xux]))

# sv

ou # sv représente le nombre de vecteurs de support considéres.

2.4.7 Le v-SVM

Plusieurs modifications ont été proposées pour la formulation de base des SVMs. Parmi
celles-ci, le v-SVM initialement prévu pour la regression mérite de s'y attarder
[Scholkopf et al, 2000].
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L'idée derriere est d'introduire un hyper-parametre qui permet de contrdler a la fois le
nombre d'erreurs d'apprentissage et le nombre de vecteurs de support. Dans ce cas, la

forme primaire de la fonction objective a minimiser s'écrit:
1 1
Lw,&,v,p) =Wl = vp + XL, & (2.43)
avec les contraintes :

yilw.¢p(x;) +b) = p — &;.
§>0i=1.,Lp=0

Les auteurs démontrent que v (0 <wv < 1) est une borne supérieure de lerreur
d'apprentissage et une borne inférieure du nombre de vecteurs de support. Cette propriété
permet de controler a la fois l'erreur d'apprentissage et la complexité du classifieur a

travers le nombre de vecteurs de support.

La forme duale de la fonction objective a maximiser s'écrit alors :
151
- gzi,j aianink(xirxj))
. \ 1 .
sujet a OSaiS; i=1,...,1

l

zai%‘ =0

i=1
l

ZaiZU

i=1

2.5 Discriminant de Fisher non-linéaire (KFD)

L'idée du discriminant de Fisher non-linéaire (de lI'anglais «Kernel Fisher Discriminant»)
est de résoudre le discriminant de Fisher classique dans I'espace augmenté F induit avec
un noyau de Mercer quelconque [Fisher, 1936]. La discrimination devient non-linéaire
dans l'espace d'origine [Mika et al , 1999], [Roth et Steinhage., 1999

. Le discriminant de Fisher désigné par LDA (de l'anglais «Linear Discriminant

Analysis»)
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vise a trouver I'hyper-plan qui maximise la variance inter-classe et minimise la variance

intra-classe des données (cf. Figure 2.4). Ceci est traduit par le critere suivant:

J) =T (244)

Sp = (my —my)(my —my)"

représente la variance inter-classe et

Sw=) > u—m)Ca - m)”
k=1,2 bmd i€},

la variance intra-classe. Ici, m; et I, sont respectivement la moyenne et I'ensemble des
exemples de la classe k. Si les classes suivent deux distributions gaussiennes, le
discriminant de Fisher est optimal au sens de Bayes. Le méme constat peut étre
généralisé au cas multiclasse.

De la méme fagon que pour les SVMs, il est possible d'appliquer I'algorithme du LDA
dans I'espace augmenté induit par un noyau de Mercer quelconque en utilisant une
expansion de la forme:

w =X, &;8(x;) (2.49)

WpCA

Figure2. 4 : Discriminant de Fisher: Wgisner €t W pca SONt respectivement le vecteur
directionnel du discriminant de Fisher et I'axe principal du nuage de points

[ étant le nombre total d'exemples.

En substituant I'équation 2.45 dans I'équation 2.44, nous trouvons le critére d'optimisation
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a maximiser suivant:

(@™w?  a'Ma
alNa alNa

J(a) = (2.46)

ou

1 T T T
e = K- Lo N = K.K —2 el iy =g — e, M = ppt
k k=1,2

K est la matrice dont les composantes K;; sont égales & @(x,). 8(x;) = k(x;, x;).
|I,. | représente la taille de I'ensemble de données appartenant a la classe k.

La projection d'une donnée de test sur I'nyper-plan de séparation donne:
l

w.0(x) = Z a;k(x;, x)

i=1
Dans le but de solutionner I'équation 2.46, on résout le systeme propre donné par
Ma = ANa
dont la solution est @« = N~ (u, — u,). Toutefois, pour un grande ensemble de données,
la solution est prohibitive en mémoire et en temps de calcul. Mika et al. [Mika et al,
2001].

[Mikaet al, 1999] ont pu transformer la fonction objective J(a) en un probleme de

programmation linéaire convexe rendant possible sa résolution.

2.6 Analyse en Composantes Principales non-linéaire

L'Analyse en Composantes Principales (ACP) est une technique descriptive qui calcule
les axes d'inertie d'un nuage de points (I'axe Wy, dans la figure 2.6 représente l'axe
principal des points). Les axes d'inertie représentent des directions orthogonales suivant
lesquelles la variance des données est maximale. Le terme «composante principale» est
I'association d'une direction principale et de son amplitude. Les composantes principales
est une solution au sens des moindres carrés qui revient a procéder a une rotation de
I'ensemble des données suivie d'une translation. L'ACP peut étre utilisée pour réduire la
dimensionnalité des données en conservant uniquement un sous-ensemble des
composantes principales. Toutefois, I'ACP est une méthode linéaire qui ne détecte pas les

structures non-linéaires des données.
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L'ACP non linéaire rend possible I'extraction de ces propriétés grace a l'utilisation de

noyaux de Mercer de la méme facon que dans les SVMs ou le KFD.

Eigenvalue=0.044
5

Eigenvalue=0.251 Eigenvalue=0.233 Eigenvalue=0.052
15 15

Figure 2. 5. : Découverte de structures par projection des données sur les huit premieres
composantes principales du KPCA

Soient alors les données x4, ..., x; € RN projetées dans I'espace augmenté F dans lequel

est estimé la matrice de covariance donnée par:
l
1 T
C=7) 060G
j=1

Les composantes principales sont calculées en résolvant le systéeme propre donné par:

Trouver A >0,V # 0 avec
1
W =CV=-Y(0(xh) M) (247)

Les vecteurs propres calculés correspondent aux axes principaux et constituent une

combinaison linéaire des images des données dans I'espace augmenté tel que:
V=Yl apx) (248

Les coefficients a; de I'équation sont trouvés en calculant les valeurs propres A du
Page 65
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systéme propre :

Aa = Ka
ol a = (ay,...,a;)T. 1l est d'usage de centrer les données dans I'espace F avant toute
autre procédure.
Outre la réduction de la dimensionnalité, I'ACP non-linéaire peut étre utilisée pour
I'extraction de caractéristiques de la fagon suivante : Etant donné un exemple de test x, sa
projection sur chacune des composantes principales de I'espace F constitue un vecteur de

caractéristiques dont la k*™¢ coordonnée s'écrit:
l

l
VG0 = ) ak (¢ 6(@) = ) akk(x,n)

i=1

Il est utile de signaler que cette version de I'ACP donne lieu aux composantes principales
au lieu de N dans I'ACP classique (N étant la dimension de I'espace de d'entrée). Celles-
ci deviennent difficiles a calculer dés que nous disposons d'une grande quantité de

données.

2.7 Classification mono-classe
Les méthodes d'estimation de densité sont des techniques d'apprentissage non-

supervisees. Cette estimation peut s'avérer problématique pour plusieurs raisons. D'abord,
il n'existe pas toujours une densité (quelques distributions n'ont pas de densité de
probabilité). Aussi, estimer avec précision cette densité n'est pas garantie. Par ailleurs,
dans plusieurs applications, il est suffisant de calculer le support de la distribution de
données. Le SVM monoclasse a été proposé pour la premiére fois par Vapnik pour
I'estimation du contour d'une distribution de points [Vapnik, 1995]. Quelques années

plus tard, deux autres algorithmes utilisant la théorie des noyaux ont été proposés.

2.7.1 Méthode de I'hyper-sphere
Cette méthode, proposée par [Tax et Duin, 1999], isole les données dans une hyper-
sphére de I'espace augmenté F . La frontiere obtenue dans l'espace d'entrée est non-

linéaire et dépend du noyau utilisé (cf. Figure 2.7.).
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(@) frontiére induite par le noyau RBF  (b) frontiére induite par le noyau linéaire

Figure 2. 6. : Surface de I'nyper-sphére englobant dans I'espace d'entrée pour deux types de
noyaux

La plus petite hyper-sphere dans F englobant les données est identifiée par son centre et

son rayon. Son rayon est calculé en maximisant la fonction objective:

Zi::lﬁik(xi;xi) - Zl: BiBik (x;, x;)

ij=1

sous les contraintes :

l
i=1

Le centre de I'nyper-sphere dans F est égal a :

> g0

Les observations de I'ensemble des données pour lesquelles la variable g; est différente
de zéro sont les vecteurs de support de I'hyper-sphere. L'équation de I'hyper-sphere
dépend de ce sous-ensemble de données. Ces points sont situés sur la surface de I'nyper-
sphére et par conséquent sur la frontiere de séparation qui isole les données (cf. Figure
2.7)).

Une version régularisée de l'algorithme permet d'isoler les données a l'intérieure de
1'hyper-sphére tout en permettant quelques exemples d'étre en dehors de celle-ci.
Cependant, un facteur y est introduit pour pénaliser I'éloignement de ces points de la
surface de la boule. Dans ce cas, il existe une contrainte supplémentaire 8; < y [Tax et
Duin, 1999].
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2.7.2 Méthode de I'hyper-plan
Cette méthode a été proposée par Scholkopf et al [Scholkopf et al, 1999]. et vise a isoler
les images des points dans F par un hyper-plan au lieu d'une hyper-sphere. Moyennant un
noyau non linéaire, cet hyper-plan donne lieu a des contours fermés dans I'espace
d'entrée.
Le calcul de I'hyper-plan se fait en minimisant la fonction objective quadratique
s'écrivant:
IWl? + 236 —p (249)
sujeta w.p(x;)) =p—¢§,6 =0 (2.50)

L'équation de I'hyper-plan dans I'espace d'origine s'écrit:
flx) = z_“ik(xi,x) —p
l
Les coefficients a; sont trouvés en minimisant la fonction objective duale s'écrivant:

1
Ezi’j aiajk(xi,x]') (251)

o 1 .
sujet a OSaiSE,L=1,...,l

l
Z a; = 1
i=1

La variable v désigne la proportion désirée des données situées au dela de I'hyper-plan et

p est un scalaire proportionnel a la distance séparant I'hyper-plan de I'origine.

2.8 Algorithmes d'apprentissage des SVMs

Afin de trouver les parameétres du SVM, il est nécessaire de résoudre le probléme
d'optimisation quadratique convexe donné par I'équation 2.38 dont la formulation

matricielle s'écrit encore:
1 T 1> T
—3 aKa+1'«a
ou K est une matrice semi-définie positive dont les composantes K; i = yl-yik(xl-, xj) et

1 est le vecteur unité de méme taille que «. Comme la fonction objective est convexe,

tout maximum local est aussi un maximum global. Toutefois, il peut y avoir des solutions
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optimales différentes en terme de a; donnant lieu a des performances différentes.

Il existe une grande variété de meéthodes et de logiciels traitant de la résolution de
problémes quadratiques®. Cependant, quelques méthodes seulement sont capables de
traiter un grand nombre d'exemples souvent sous hypothese que la matrice de Grahm
Schmidt K soit creuse [Veterbei, 1999]. Dans le cas contraire, I'apprentissage d'un SVM
de quelques centaines d'exemples prendrait énormément de temps de calcul et assez de
ressources mémoire. Seulement, il est possible de dériver des algorithmes qui exploitent
la forme particuliere de la fonction objective duale du SVM. Dans cette section, nous
allons présenter trois approches différentes pour la résolution du probléme quadratique du
SVM.

2.8.1 Méthode de chunking

La résolution de la fonction objective duale de I'équation 2.27 avec un trés grande
nombre d'exemples donne lieu a un vecteur creux. Selon les données, plusieurs des
parametres a; sont soit nuls ou égales a C. S'il y a moyen de savoir a priori lesquels ai
seront nuls, il est possible de réduire la taille de la matrice K sans altérer la valeur de la
fonction objective. Aussi, une solution «; est valide si et seulement si elle respecte les
conditions de KKT. Vapnik [Vapnik, 1982] était le premier a décrire une méthode qui
exploite cette propriété en prenant en compte seulement les a; non nuls ou ceux violant
les conditions de Karush Kuhn Tucker. La taille de ce sous ensemble dépend du nombre
de vecteurs de support, de la taille des données et de la complexité du probléeme de
classification. Cette méthode se comporte assez bien sur des problémes de quelques
centaines de vecteurs de support. Des taches plus complexes requiérent un schéma de
décomposition de I'objective en sous problemes plus facile a résoudre. Cette technique est

décrite ci-dessous.

2.8.2 Méthode de décomposition successive
Cette methode est similaire a celle du «Chunking» dans la mesure ou elle considére aussi
une succession de sous problemes quadratiques a résoudre. La différence est que la taille

des sous problémes retenus est fixe. Cette methode est basée sur la constatation qu'une

®- Parfois on parle de programmation quadratique qui est généralement désignée QP
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succession de sous-problémes quadratiques ayant au moins un exemple qui ne vérifie pas
les conditions de KKT converge toujours vers une solution optimale Osuna et al. [Osuna,
et al 1997] suggéerent de conserver la taille du sous-probléme fixe et d'ajouter ou
d'enlever un exemple a la fois. Ceci permet d'entrainer de gros ensembles de données. En
pratique, cette stratégie peut converger lentement si diverses heuristiques ne sont pas
prises en compte. En effet, il est possible d'adopter des stratégies sophistiquées afin
d'inclure ou d'exclure quelques exemples de la fonction objective. Différentes stratégies
de caching peuvent aussi accélérer la convergence méme avec quelques milliers de

vecteurs de support. L'algorithme de SVM,; ;. est une implémentation de cette méthode
[Joachims, 1999].

2.8.3 Méthode d’Optimisation par Minimisation Séquentielle: SMO

La méthode d'optimisation par minimisation séquentielle (de I'anglais «Sequential
Minimal Optimization» ) proposée par Platt peut étre percue comme le cas extréme des
méthode de décomposition successive [Platt et al, 1999]. A chaque itération, elle résout
un probléme quadratique de taille égale a deux. La résolution de ce dernier est analytique
et donc nul besoin de recourir a un module d'optimisation quadratique. Encore faut-il
choisir le bon couple de variables (a;,«;) a optimiser durant chaque itération. Les
heuristiques que l'auteur utilise sont basées sur les conditions de KKT. Une autre variante
de la méthode a été proposée par Keerthi et al. et ont introduit quelques autres
heuristiques a l'algorithme [Keerthi et al, 1999]. Son implémentation est relativement
simple et un pseudo-code de la méthode est aussi fourni [Platt et al, 1999]. Des versions
de l'algorithme adaptés a la régression [Smola et B. Scholkopf, 1998 , Smola, 1998] ou

aux problemes mono-classe sont aussi disponibles [Scholkopf et al, 1999].

2.8.4 Algorithme de Joachims

L'algorithme de Joachims [Joachims, 1999] est une implémentation de SVM;,p,. Il peut

traiter un gros ensemble de données allant jusqu'a quelques centaines de milliers

d'exemples. Dans cette section, nous décrivons l'algorithme.
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Comme vu précédemment, la fonction objective duale a minimiser s'écrit:

W) =a’1l+ iaTKa (2.52)
Sujeta:aly =0 (2.53)
0<a<Cl (2.54)

La taille du probleme a optimiser dépend du nombre d'exemples d'apprentissage .
Comme la taille de la matrice K est [2, résoudre 10000 données d'apprentissage ou plus
devient impossible & moins de garantir un espace mémoire suffisant de I'ordre de 10°
Une alternative serait d'estimer la matrice K chaque fois qu'il est nécessaire.
Une autre approche possible a cette limitation est de décomposer le probléme en une
serie de taches moins complexes et plus faciles a résoudre. SVM;;,p,, est une
implémentation modifiée de l'algorithme de décomposition successive de Osuna et al.
[Osuna et al, 1997]. Cette méthode intégre les idées suivantes :
- une stratégie de sélection d'un ensemble actif (sous ensemble des données dont les
multiplicateurs «a; sont variables).
-décomposition successive du probléme. Ceci exploite les deux propriétés suivantes:

1. il existe beaucoup moins de vecteurs de support que d'exemples d'apprentissage,

2. beaucoup de vecteurs de support ont leurs multiplicateurs a; égal a C. accélération

de la convergence en utilisant la technique du ‘caching’ et la mise a jour

incrémentale des valeurs de a;.

2.8..4.1 Stratégie de décomposition

L'idée s'inspire de la stratégie de décomposition utilisée par Osuna et al. [Osuna et al,
1997] qui utilise une stratégie similaire a celle des ensembles actifs [Gill et al, 1981.]. A
chaque itération, les parametres a;. sont partagés en deux catégories.

- un ensemble B de parametres variables.

- un ensemble N de parametres fixes.

Les parametres de B sont mis a jour a chaque itération, alors que les parameétres de N sont
temporairement fixés a leurs valeurs précédentes. L'ensemble B est aussi appelé ensemble

actif. Il a une taille g largement inférieure a [. L'algorithme fonctionne comme suit :
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Tant que les conditions de KKT ne sont pas remplies:
e Sélectionner g paramétres pour I'ensemble actif B. Les variables [ — g restantes
sont fixées a leurs valeurs courantes.
e Décomposer le probleme initial en sous-problemes QP et optimiser sur I'ensemble
actif B.
e Terminer et retourner a.
Comme la matrice Hessienne K est garantie semi-définie positive, et toute les contraintes
de l'objective sont linéaires, le probléme est convexe, et les conditions de KKT sont alors

des conditions nécessaires et suffisantes d'optimalité.

2.8.4.2 Le probléme programmation quadratique

Si les conditions d'optimalité ne sont pas satisfaites, lI'algorithme décompose la fonction
objective originale et résout une succession de sous-problémes dérivés.

La décomposition de la fonction objective originale W (a) (équation 2.52) est garantie de
converger vers une solution optimale si I'ensemble actif B respecte quelques conditions.
En particulier, I'ensemble des paramétres variables B est séparé de N. Aussi, nous

supposons que a, y et K sont adéquatement arrangés tel que:
KBB KBN

= |Zf1 Y= i’]fll'K: Kng  Kyn (2.55)
Le probléme d'optimisation quadratique original peut s'écrire:
min, W(a) = —ap(1 — Kgyay) + %agKBBaB
%aICKNNaN —akl (2.56)
Sujet a: akyg +akyy =0 (2.57)
0<ac<C(Cl (2.58)

N . 1
Comme les parameétres dans N sont fixes, les termes Ea{,KNNaN et — al 1 sont constants

et peuvent étre omis de la fonction objective. Il en résulte un sous probleme beaucoup
moins complexe qui peut étre résolu avec des packages standards d'optimisation
quadratique.

Le choix de I'ensemble actif B contenant les parameétres variables est traité ci-dessous.
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2.9 Classification de données multi-classes

Le SVM est un classificateur binaire qui ne traite habituellement que des données
appartenant a deux classes. Cependant, il existe des versions plus élaborées prenant en
compte plus de deux classes simultanément au sein de la méme fonction objective. Il n'est
pas prouvé toutefois que celles-ci minimisent le risque structurel. La recherche demeure,
cependant, tres active sur ce sujet [Guermeur et Monfrini, 2011].

Nous cherchons a modéliser une fonction G : Q —» 1,..., K, qui définit K partitions dans
I'espace des caractéristiques Q. Connaissant G, les partitions des classes sont définies par
G~ (c),ouc € [1..K].

Pour un probléme a deux classes, I'hyper-plan (w, b) du SVM délimite les deux partitions
selon signf(x) ou f(x) = w.x + b. Par ailleurs, bien que le SVM soit un classificateur
binaire, il peut facilement étre étendu pour décider de l'appartenance de données

multiclasses. En particulier, on trouve deux schémas de classification:

1. Un-contre-Tous. Cette méthode est simple d'usage et donne des résultats
raisonnables. Elle consiste a entrainer K SVM différents, séparant chaque classe
des K — 1 restantes. Ainsi, pour chaque exemple de test, K valeurs de sortie f.(x)
sont disponibles. Une facon naive mais simple de classification consiste a attribuer

I'exemple a la sortie de plus grande amplitude.
2. Un-contre- Un. Cette méthode requiert I'apprentissage de % K(K—-1)

classificateurs pour tous les couples de classes possibles. Durant le test, la
méthode requiert la combinaison de toutes les sorties de classificateurs pour

qu'une décision soit émise.

2.9.1 Approche Un-contre- Tous

L'idée de cette stratégie est de construire autant de classificateurs que de classes. Ainsi,
durant I'apprentissage, tous les exemples appartenant a la classe considérée sont etiquetés
positivement (+1) et tous les exemples n'appartenant pas a la classe sont étiquetés
négativement (—1). A la fin de [l'apprentissage, nous disposons de K modeéles
correspondant aux hyper-plans (W;, b;) telsquei = 1,...,K.

Durant le test, I'exemple est associé a la classe dont la sortie est positive selon la regle
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x€C,siW;.x+b; >0 pour i =k

Figure 2. 7. : Probléme a trois classes: frontiéres de décision linéaires dans
la stratégie Un-contre-Tous

Or, il est possible que plusieurs sorties soient positives pour un exemple de test donné.
Ceci est particulierement le cas des données ambigués situées prés des frontieres de
séparation des classes. On utilise dans ce cas un vote majoritaire pour attribuer I'exemple
x a la classe Cj, selon la regle de décision

¢ = argmin(W; .x + b;)
l

Si dans beaucoup de cas, la regle énoncée ci-haut est suffisante, il se peut qu'elle faille
lorsque les sorties des K classificateurs ne sont pas comparables. En effet, quelques
chercheurs ont mis en évidence ce phénomene pour des données de difficulté moyenne
ou grande. Il est facile d'expliquer ceci en considérant le SVM comme étant un
perceptron opérant dans un espace défini par I'ensemble de vecteurs de support.
D'ailleurs, une analogie intéressante peut étre établie entre le SVM et le PMC dans la
mesure ou l'on sait que la couche de sortie du PMC est un perceptron opérant dans
I'espace des neurones cachés. Les poids de sa couche de sortie sont alors équivalents aux
parameétres a; des vecteurs de support. Dans I'approche Un-contre-Tous, les différents
SVMs sont entrainés indépendamment les uns des autres. lls produisent alors des
ensembles de vecteurs de support différents. Il en résulte que leurs sorties fournissent des
mesures dont les métriques ne sont pas comparables. Nous reportons plus bas les

techniques utilisées pour remédier a cet inconvénient.
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Figure 2. 8.: Architecture du systéme en stratégie Un-contre-Tous

La figure 2.8 montre I'architecture du systéeme en stratégie Un-Contre-Tous. Notons, que
I'étage étiqueté «fusion» désigne le schéma de vote utilisé et aussi toute sorte d'expert

capable de fusionner les sorties pour décider de la classe d'appartenance.

2.9.1.1 Normalisation par la marge

Il est possible de transformer les sorties brutes en utilisant une heuristique qui consiste a
normaliser les marges des classificateurs |[[wl]|?a 1. Ainsi, la sortie f(x) peut étre
pondeérée

par le facteur de normalisation donné par:

1
= Z aiajinjk(xi:xj)

n?
ij
ou i et j sont les indices des exemples d'apprentissage. La sortie normalisée du SVM

devient alors :

f(x) =nf(x)

2.9.1.2 Estimation de la probabilité a posteriori
Nous allons voir dans cette section qu'il est possible de convertir la sortie brute du SVM

en probabilité en utilisant une sigmoide de la forme:
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1
1+exp (Ax + B)

gx) =

Cette alternative permet de s'affranchir de la normalisation telle que expliquée ci-haut. Le
parametre A permet d'ajuster la pente de la sigmoide a la marge du SVM. Notons aussi
que ses parameétres sont appris sur un ensemble de validation ou sur un ensemble

d'apprentissage assez grand.

2.9.2 Approche Un-contre-Un
L'approche Un-Contre-Un est un cas spécial des méthodes de décomposition proposées

par Dietterich. [Dietterich et Bakiri, 1995] pour résoudre des probléemes a plusieurs
classes. Cette approche requiert la construction de iK (K — 1) SVM chacun séparant un

couple de classes (i, ) parmi ceux existants.
Pendant la classification, un vecteur dentrée X est présenté a l'ensemble des
classificateurs construits. La sortie de chague SVM fournit un vote partiel concernant

uniquement le couple de classes (w;, w;) En considérant que chague SVM calcule un
estimé P;; de la probabilité:
pij =P(x € Wi|X,X € w; Uw;) (2.65)
alors le régle de classification la plus simple peut s'écrire:
arg max; <j<g Zjii[ﬁij > 0.5] (2.66)
L'opérateur [n]est défini:

_ (1 sinestvrai
nl = {0 sinon

Cette combinaison considere que les sorties des SVM sont des valeurs binaires de 1 ou 0.
Une autre approche de reconstruction pourrait tirer avantage de l'information de
confiance associée a chacune des sorties p;; . Dans I'hypothése que ces valeurs
représentent des probabilités, il est possible d'estimer une approximation p; de la
probabilité a posteriori

pi = P(x € wy|x)
En considérant la matrice carrée P avec les entrées pij tels que (i,));j=1,..x,i=j €t avec

pji = 1 — pPy;, les valeurs de p; peuvent étre calculées par:
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A

p; = ﬁzm ﬁij (2.67)
et la régle de décision s'écrit :
argmax <k P (2.68)
Nous appellerons cette procédure «reconstruction souple» par opposition a la
«reconstruction brute» de I'équation (2.66). Les formulations des équations (2.67) et

(2.68) peuvent étre géneralisées de la fagon suivante:

A A — 2 A
arg maxy i<k Pi, Pi = 1oy 2j#i 9(Bj)
ou o est une fonction de seuillage binaire centrée sur 0.5 pour une reconstruction brute,

ou bien une fonction identité pour la reconstruction souple.

Ces deux schémas de reconstruction exploitent différemment I'information disponible.
Hasti et al. dans [Hastie et al, 1998.] démontrent que pour un probléme a trois classes et

une observation x de test dont la matrice P des probabilités p;; est donnée par:

— 06 0.6
04 - 09
04 01 -

x est classifié dans w, avec une reconstruction brute, alors qu'une reconstruction souple
donnera w,.

Aussi, nous avons consideré trois fonctions de reconstruction supplémentaires o telles
que proposées dans [Moreira et Mayoraz, 1998.] (cf. tableau 2.2)

Les schémas PWC 4 et PWC 5 permettent de pondérer différemment les réponses
positive et négative. La figure 2.10. présente l'architecture simplifiée du systeme en

stratégie Un-contre-Un.

2.9.3 Calcul des probabilités a posteriori des classes
Dans I'approche Un-contre-Un, le SVM produit un score qui représente une mesure de
distance de I'hyperplan. Sa valeur peut toutefois étre convertie en mesure de probabilité

grace a l'utilisation de la procédure d'estimation de probabilité expliquée dans la section
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Fonction Expression
PWC1 _f1 si x =05
o(x) = {0 sinon
PWC2 olx) =x
PWC3 B 1
T =11 1205
X sinon
XS 0.
PWC5 O'(X) — {36 SL X = 0.5
sinon

Tableau 2. 2. : Fonctions d'activation pour la reconstruction

wilw [ owpfwnf oy W,

BV BV vl [ | =2vm

'r:l 2 X:t "'r.ﬁ'

Figure 2. 9. : Architecture du systéme en stratégie Un-contre-Un

Une facon simple serait d'estimer la probabilité a posteriori comme:

pi = K(K;—l)z pAij

i)
Cette formule pondere équitablement les estimations p;; et ne néglige pas les mesures qui
ne sont pas pertinentes. Ceci est particulierement le cas lorsque x n'appartient a aucune
des classes i et j. L'algorithme de Hasti et Tibshirani [Hastie et Tibshirani, 1998] a éte
proposé pour corriger cet inconvénient en utilisant une procédure itérative pour

I'estimation des probabilités a posteriori des classes.
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La probabilité que x appartienne a w; sachant que x est de la classe w; ou de la classe w; ,
s'écrit:
Dij = P(Wl-lx,x Ew; U Wj),j * i

Etant donné la matrice P des probabilités pij, nous décrivons la procédure utilisee pour
estimer les probabilités a posteriori P;.
Soit les variables auxiliaires:

P;
" P+P

Hij
pour trouver les P;, il s'agit d'estimer les u;; correspondants qui sont le plus proches des

valeurs de p;;. Ceci est traduit par la distance de Kullback-Lebleir entre les estimées u;;

et p;; donnée par :

a D j a 1-Dij
E=Xiin [Pijlogz—ij, +(1- Pij)log 4 ]] (2.69)

1—-pij
Les valeurs de P; peuvent étre estimées en minimisant I'équation (2.69) selon la

procédure décrite dans l'algorithme ci-dessous.

Algorithme

) Initialiser P; pour i = 1,..., K, et calculer (Lij correspondants,
2) répéter jusqu'a convergence :
) Py Pgein
b) normaliser P;,
C) mise a jour de fi;;.

Py

3)pouri = L...,K, faire P, «

i

Pour des raisons de simplicité, nous considérons n;; = 1Vi,j. Aussi, nous utilisons
I'équation (2.69) pour estimer les variables fi;; de départ. Une fois que les probabilités a
posteriori P;(x) sont estimées pour touti = 1,...,K, la régle de classification suivante
peut étre appliquée:

c=arg maxi[ﬁi(x)] (2.70)
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2.9.4 Couplage optimal des classes

Dans l'algorithme de Hastie ci-haut, les coefficients n;; de I'équation (2.69) peuvent

s'écrire:
[ No1 Moz -+ TNoo ]
| n — Mz = Tho |
=120 7]21 _ - 7729' (2.71)
l 90 7]91 7792 .= |

et refletent I'importance de chaque classificateur (i, j) sur la décision finale étant donné
un exemple de test x. Habituellement, ces coefficients sont considérés égaux et sont tous
initialisés a un Vi, j, tel que i # j. Donc, tous les classificateurs ont des contributions
égales. Par ailleurs, étant donné une donnée de test x & w; U w;, l'estimé I3ij n'est pas
pertinent et ne refléte pas une information utile parce que le classificateur (i, j) n'est pas
appris sur des exemples de classe autre que i et j. Par conséquent, les utiliser pour
estimer les probabilités a posteriori peut biaiser le calcul. En réalité, étant donné une
observation de test, pas toutes les sorties I3ij des SVMs sont informatives, et pertinentes.
Certaines d'entre elles peuvent biaiser le résultat surtout pour les exemples ambigus ou
difficiles.

Li et al. dans [Li et al, 2002.] présentent un algorithme de couplage qui prend en compte
ce fait. L'idée est de construire des classificateurs dediés qui n'utilisent que les valeurs ﬁij
pertinentes a la classe qu'on cherche a calculer. En effet, soit la matrice P des probabilités
Pij connue. Etant donnée la matrice N des coefficients de pondération dans I'équation
(2.71), en utilisant l'algorithme de couplage de Hasti et Tibshirani, nous sommes en
mesure de construire un classificateur unique. Nous reprenons la définition de [Li et al,
2002.] sur le classificateur optimal:

Définition 1 La matrice optimale N* de coefficients n.u pour la classe w;; s'écrivant

N* = {ni}
Vérifie :
{nkl =1,sik=ioul=i
N =0, sinon
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telquek,l=1,..,Ketk #1

Le classificateur correspondant est appelé classificateur optimal et sera désigne O-PWC
(pour «Optimal Pairwise Classification» ) dans ce qui suit.

Ainsi, en considérant un probléme a cing classes, les matrices optimales de coefficients

pour les classes 2 et 4 sont respectivement:

— 1 00 0Jf— 0 0 1 0
11 — 1 1 1|[0 - 0 1 01
|0 1 - 0 0|’IO 0 — 1 oI
lO 1 o0 - OJ [1 1 1 — 1J
0O 1 0 0 - 0O 0 0o 1 -

Donc, étant donné un exemple de test x € w;, nous prendrons en compte uniquement les
sorties des SVMs dont l'une des classes d'apprentissages est w; . Le restant des
classificateurs est tout simplement ignoré. Pour chaque classificateur optimal, O —
PWC", nous considérons seulement les probabilités P;; ou P;;, tel que j # ietj =
1,...,K.

La sortie de 0 — PWC'est un vecteur de probabilités (P}, P;,...,PH)oui = 1,...,K,
ou chaque composante représente la probabilité d'appartenance a la classe respective
sachant le modéle de classe w;. Nous aurons en sortie dix vecteurs de probabilite

correspondant aux classes.

2.9.4.1 Régle de decision

Si I'exemple de test appartient a la classe w;, son vrai vecteur de probabilités est
T = (1,0,.0.,0), alors que pour un exemple de la classe w, T égal a (0,1,0,0,..,0).
Durant le test, nous utilisons la régle de décision:

w; = arg miin[Di]

]

ou
D, = de (T, P,
k

Dans l'expression précédente, d, représente une mesure de distance entre le vecteur de

probabilités désiré et la sortie du k®™ classificateur optimal. Comme mesure de distance,

Université Badji Mokhtar - Annaba Page 81
Département d’Informatique



il est possible d'adopter des métriques différentes telles que I'erreur quadratique donnée

par:

k
de = Y (PFGO —Ti(0))?.

ou bien I'entropie croisée qui s'écrit:

k

k

P

d, = ZTi(x)log .
i=1

T;(x)
La figure 2.10. montre I'architecture du systeme avec cette stratégie pour un probleme a

dix classes (0 a 9).

Conclusion

Ce chapitre est organisé selon trois parties majeures. Aprés un bref historique sur les
SVMs, la premiere partie introduit la théorie de I'apprentissage statistique et le principe
du risque structurel. La notion de régularisation par la maximisation de la marge y est
expliquée. Ensuite, nous analysons le principe de la transformation de données dans
I'espace augmenté a l'aide des noyaux de Mercer. Plus loin, la formulation mathématique

des SVMs y est présentee.

Dans la deuxieme partie nous discutons des stratégies d'apprentissage des SVMs sur de
gros ensembles de données. Enfin, dans la derniére partie, nous abordons les différentes
stratégies de combinaison pour la classification de données multi classes. En particulier,
nous expliquons l'approche un-contre-un et discutons les différents schémas de vote afin

de fournir une classe d'appartenance.
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Chapitre III :

Techniques pour la
Réduction de Dimension
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3.1 Introduction

La taille des données peut étre mesurée selon deux dimensions, le nombre de variables et
le nombre d’exemples. Ces deux dimensions peuvent prendre des valeurs tres élevées, ce
qui peut poser un probléme lors de 1’exploration et I’analyse de ces données. Pour cela, il
est fondamental de mettre en place des outils de traitement de données permettant une
meilleure compréhension de la valeur des connaissances disponibles dans ces données.
La réduction des dimensions est 1’une des plus vieilles approches permettant d’apporter
des éléments de réponse a ce probléme. Son objectif est de sélectionner ou d’extraire un
sous-ensemble optimal de caracteristiques pertinentes pour un critere fixé auparavant. La
sélection de ce sous-ensemble de caractéristiques permet d’éliminer les informations non-
pertinentes et redondantes selon le critére utilisé. Cette sélection/extraction permet donc
de réduire la dimension de I’espace des exemples et de rendre I’ensemble des données
plus représentatif du probleme. En effet, les principaux objectifs de la réduction de
dimension sont :

e faciliter la visualisation et la compréhension des données,

e réduire 1I’espace de stockage nécessaire,

e réduire le temps d’apprentissage et d’utilisation,

e identifier les facteurs pertinents.
Les algorithmes d’apprentissage artificiel requierent typiquement peu de traits - features -
ou de variables - attributs - trés significatifs caractérisant le processus étudié. Dans le
domaine de la reconnaissance des formes et de la fouille de données, il pourrait encore
étre bénéfique d’incorporer un module de réduction de la dimension dans le systeme
global avec comme objectif d’enlever toute information inconséquente et redondante.
Cela a un effet important sur la performance du systeme. En effet le nombre de
caracteristiques utilisées est directement 1i¢ a ’erreur finale. L’importance de chaque
caractéristique dépend de la taille de la base d’apprentissage - pour un échantillon de
petite taille, I’élimination d’une caractéristique importante peut diminuer I’erreur. Il faut
aussi noter que des caractéristiques individuellement peu pertinentes peuvent étre trés
informatives si on les utilise conjointement. La réduction de la dimension est un

probléme complexe qui permet de réduire le volume d’informations a traiter et de
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faciliter le processus de I’apprentissage. Nous pouvons classer toutes les techniques
mathématiques de réduction de dimension en deux grandes catégories :
e la sélection de variables : qui consiste a choisir des caractéristiques dans 1’espace
de mesure.
e I’extraction de traits : qui vise a sélectionner des caractéristiques dans un espace
transformé - dans un espace de projection
Nous nous limitons dans cette thése a 1’étude des approches de réduction par extraction
de traits.
Dans ce chapitre, nous considérons un ensemble de données composé de n individus.

Chaque individu est représenté par un vecteur dans I'espace de m dimensions. Chaque

(X1.X2,..X

vecteur est la réalisation de m variables aléatoires m)‘('nm). L'ensemble des données

est représenté sous la forme d'une matrice contenant en ligne les dimensions et en
colonne les individus :
X={x,; 1<j<m1<i<n}

ou n est le nombre d'éléments et m est le nombre de dimensions de chaque élément.

Définition 3.1 (Réduction du monde de dimensions) :

Etant donné un vecteur colonne m-dimensionnel X; = (xy;, X34, -, Xm )" il s’agit de
trouver une autre représentation de dimension réduite y; = (V14 Y2 ) Ymir)T avec
r < m, qui exprime la méme information que les données originales. Les composantes de

y; son appelées composantes cachées, variable latentes ou dimensions intrinseques.

Définition 3.2 (Techniques linéaires de réduction de dimensions)
Les techniques linéaires de réduction de dimensions permettent de transformer les
données originales dans un espace de dimension plus réduite tel que la nouvelle
représentation des données soit une combinaison linéaire des données originales, c¢’est-a-
dire :
Vii = Wi1-X1; + Wi1.Xq; + o+ Wi xq; Ve €{1,2, .7}, Vi€ {1,2,...n}
ou, en notation matricielle :

Y =0X
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avecX = {x;;,1<j<mi1<i<n}Y={y,1<k<rl1<i<n}
et Q= {w,;,1<k<r1<j<m}lamatrice de transformation linéaire.
La transformation inverse , est :
Xj; = Q1.Y1; t Q2. Yo Tty Vi €{L2,...,m}LVi €{1,2,..,n}
ou en notation matricielle :
X =AY

aveCA = {aj,1 <j <m, 1 <k <r} lamatrice de transformation inverse.

Toutes les techniques d'analyse linéaire sont basees sur le méme principe, elles se
distinguent par la maniére dont sont déterminées les matrices de transformation Q0 et A .
Aprés avoir décrit le probléme de la malédiction de la dimension, nous présentons dans
cette partie deux techniques d'analyse en composantes: l'analyse en composantes
principales (ACP) et I'analyse en composantes indépendantes (ACI), ainsi qu’un critére
d'analyse discriminante : le critére de Fisher utilisé dans I'analyse linéaire discriminante
(LDA).

3.2 Propriétés des espaces a grandes e dimension

m 2 3 10 16 20 40 50 100

Nombredecoins | 4 | 8 | 1024 | 65536 | ~ 10° ~ 1012 ~ 1015 | ~ 1030

Tableau 3. 1. : Nombre de coins d'un hypercube en fonction du nombre de dimensions m

L'apprentissage et la recherche par similarité sur des données de grande dimensions (plus
de 16 dimensions d'apres [Weber et al., 1998] sont des problemes difficiles en partie a
cause du probléeme de la malédiction de la dimension (appelé aussi fléau de la
dimensionnalité ou curse of dimensionality [Bellman, 1961]. En effet, dans les espaces
de grande dimension, les intuitions géométriques valables en faible dimension peuvent se
révéler fausses. C'est pourquoi certains algorithmes efficaces en faible dimension vont se

réveler peu performants en grande dimension.
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Pour comprendre ce probleme, on peut étudier le nombre de coins d'un hypercube de
dimension m (voir tableau 3.1.). Le nombre de coins croit de maniére exponentielle en
fonction du nombre de dimensions. En dimension 100, le nombre de coins est beaucoup
plus grand que le nombre de données d'apprentissage. Or dans les bases de donnees
d'images, il est fréquent que le nombre de dimensions soit plus important que 100, et le
nombre de valeurs que peut prendre une dimension est souvent supérieur a 2. Le nombre
d'exemples est donc petit par rapport a la taille de I'espace. Si on partitionne I'espace en
séparant en deux chaque dimension, le nombre de clusters formés est exponentiel en
fonction du nombre de dimensions. De plus, plus le nombre de dimensions est grand, plus
il y a de clusters qui ne contiennent aucune donnée. On obtient donc I'effet contraire a
I'objectif du partitionnement (réduire le nombre d'individus en les regroupant au sein de

clusters).

Dans [Beyer et al., 1999], Beyer et al. démontrent que plus le nombre de dimensions est
grand, plus le rapport entre la distance minimale et la distance maximale entre les
données tend vers un, autrement dit plus la dimension des données augmente, plus les

vecteurs ont tendance a étre équidistants, la notion du plus proche voisin n'existe plus.

Un autre phénomeéne des espaces a grande dimension concerne les formes géométriques.
Prenons un hypercube dont tous les c6tés sont de longueur 1 unité. La bordure de cet
hypercube est la zone située entre le sous-hypercube de coté de longueur 1—€ et
I'nypercube lui-méme (cf. figure 3.1. (a)). Son volume vaut 1 — (1—€)™ . Ainsi pour
€=5% , et m =40 , le volume de la bordure vaut 87.1% du volume de I'nypercube !
Le volume de la bordure tend vers 1 et le nombre de dimensions devient grand,
autrement dit la bordure occupe presque tout le volume de I'hypercube (cf. figure 3.1.(b))
[Hérault et al, 2002]. Ce phénomene implique que lorsque l'on ajoute a un cluster,
représenté par un hypercube, un vecteur qui semble proche de la bordure de cet
hypercube pour former un nouvel hypercube englobant le vecteur, le nouvel hypercube a
un volume considérablement plus grand que I'ancien hypercube. Il implique aussi que la

probabilité qu'un vecteur se trouve prés d'une bordure est trés grande.
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Figure 3. 1. : Propriété non intuitive de la bordure d'un hypercube en grande dimension

Pour résumer, citons les 5 difficultés des recherches par similarité énumérées par
[Weber et al, 1998] dans les espaces a grande dimension :
« le partitionnement exponentiel de I'espace,

« la faible occupation de I'espace par les données,
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« le rétrécissement du volume des hypersphéres centrées sur les requétes contenant
les plus proches voisins,
« l'augmentation exponentielle de la taille des bases de données,

« l'augmentation de la dispersion des données.

Le lecteur intéressé par d'autres exemples de problemes en grande dimension pourra se

référer a I'excellent état de I'art de S.-A. Berrani [Berrani, 2004].

3.3 Techniques linéaires de Réduction de dimension.

3.3.1 Analyse en Composantes Principales (ACP)

La plus célebre méthode de réduction du nombre de dimensions est I'Analyse en
Composantes Principales (ACP). Cette analyse non-supervisée recherche les axes
(facteurs principaux) qui permettent une dispersion maximale des donneées, puis projette
les données dans le nouvel espace réduit obtenu. Elle trouve ses origines dans les travaux
de [Hotelling, 1933]. Elle est aussi appelée décomposition en valeurs singuliéres (SVD),
transformée de Karhunen-Loéve (KLT), transformée de Hotelling ou méthode de
fonction orthogonale empirique, en fonction du domaine d'application. L'ACP est la
transformation linéaire optimale pour garder le sous-espace qui a la plus grande
variance. Cependant, elle nécessite plus de calcul que d'autres méthodes comme la
transformée en cosinus discret (DCT) notamment. A la différence de la plupart des autres
transformées linéaires, I'ACP n'a pas un ensemble fixe de composantes principales : elles
sont dépendantes des données. L'ACP peut étre utilisée pour :

- réduire le nombre de dimensions,

compresser des données,
filtrer du bruit,

identifier par corrélation.

La réduction du nombre de dimensions implique une perte d'information. On veut

cependant trouver le sous-espace qui permet de perdre le moins d'information. [Saporta,
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1990] a montré que la recherche des axes du sous-espace peut se faire de maniere
séquentielle. On commence par rechercher I'axe qui décrit le mieux les données, puis le
deuxiéme qui de plus doit étre orthogonal au premier, et ainsi de suite. Soit X¥; un point
de I'espace multidimensionnel initial, et y; le point de I'espace initial qui est son projeté
orthogonal dans le sous-espace réduit, I'information perdue par la projection peut étre
mesurée par la distance euclidienne ly; — %;|| entre le point X; et le point y; (tous
les deux représentés dans l'espace initial). On cherche alors la transformation linéaire qui
minimise la distance entre les points X; et leur projeté y; . Cela revient a trouver le sous-
espace tel que la moyenne des carrés des distances (dispersion) entre les points et leur
projection :
Jacp = 211'1:1”3_’)1' - fi”Z (3.1)

soit minimale. Cherchons d'abord le point de I'espace tel que la projection des points de
I'espace sur cet unique point permette une perte d'information minimale. Soit i =

(U1, U, - U, ) le vecteur moyen. On peut réécrire le critere j,-p sous la forme :

n
face = ) NG = %) = Gi = DI
i=1

=D NG=DIP+ D IG-DIF (32)

Le critere j,-p est minimal quet y; = i , c'est-a-dire que tous les points sont projetés
sur le centre de gravité. Le centre du sous-espace qui minimise j,qp €st le centre de
gravité i .

Pour minimiser le critere j,.p , On cherche la droite passant par le centre de gravité ji et
de vecteur wunitaire # , qui minimise les distances ||(y; — %;)|| entre les
projetés y; de X; sur cette droite et les points X; . On peut réécrire les projetés sous la

forme :

Vi=p+ Q- =i+Yu (3.3)

Ou Y; = ||y; = jill est la distance entre le point y; et le centre de gravité i .

Minimiser j,cp revient a trouver la droite qui minimise les coefficients Y; .
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W

Figure 3. 2. : Projection orthogonale du point ¥; sur une droite passant par le centre de gravité
a.

Si I'on remplace y; par i + Y;u dans I'équation (3.12), on obtient :

n
face = ) NG+ %) = FI?
i=1
n
= It - G+ DI?
i=1

n n n
= D VAP -2 ) VAT @ -+ ) g Al (34)
i=1 i=1 i=1

n

n n
= > P2 Y @ -+ Y I — il
i=1 i=1

i=1

Or Y YV — 235, v;u" (¥; — @) vaut zéro quet :
Y, = _)T(fi — i) (3.5)

Géométriquement, ce résultat signifie que nous obtenons une solution au sens des
moindres carrés en projetant X; sur la droite de direction ©# passant par [ .
Soit S:Z?zl(fi—ﬁ)(a?i—ﬁ)T la matrice de dispersion (scatter matrix), si l'on

remplace Y; par 4’ (X; — i) dans I'équation (3.5), on obtient :

n n

ace = ) [T Gy = DI+ ) 15 - Al
i=1

=1
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n

n
- zmi e —ﬁ)Tﬁ+ZIIfi — il
i=1

i=1
n
- 77 53 +Z||fi —@lr (36
i=1

Minimiser le critére j,¢p revient donc a maximiser le critere j', ., tel que:

J acp = ul S (26)
On cherche donc u; tel que:

U, = maxu’ Su (3.7)
u

La solution de ce probleme de maximisation d'une forme quadratique est le vecteur
propre de S associé a la plus grande valeur propre 2, . On cherche alors le vecteur
u, orthogonal a 1, tel que la dispersion des points projetés sur cet axe soit maximale. On
montre que u, est le vecteur propre de S associé a la deuxiéme plus grande valeur
propre. Plus généralement, le sous-espace a r dimensions recherché est engendré par
les r premiers vecteurs propres de la matrice de covariance S des variables
aléatoires (X, X,, ..., X,,) associés aux plus grandes valeurs propres. Les vecteurs u; sont
appelés facteurs principaux. Les composantes principales sont les variables artificielles
définies par les n valeurs résultantes de la projection de I'ensemble des vecteurs originaux
sur un axe principal.
Nous donnons maintenant un mode opératoire pour réaliser une ACP. Pour trouver les
principales composantes, on peut réaliser les opérations suivantes :

1. organiser les données en vecteurs colonnes pour obtenir une matrice X: mxn

2. calculer le vecteur moyen de chaque dimension i = (i, Uy, oo )T

3. soustraire le vecteur moyen a toutes les colonnes de X afin d'obtenir des données

centrées, la matrice obtenue est appelée M,
4, calculer la matrice de covariance S:mxm de (S = M.MT),
5. calculer et trier par ordre décroissant des valeurs propres A; , les vecteurs propres

fi; de S ,ils forment les colonnes de la matrice U:mxm

6. garder les r premiéres colonnes de U pour former la matrice U: m x r
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La variance dépend de I'ordre de grandeur des descripteurs, lorsque les descripteurs sont
de types différents, les données X doivent étre centrées réduites. La matrice de covariance
devient alors une matrice de corrélation.
Pour calculer les coordonnées du projeté y; de Xx; dans l'espace réduit, on réalise
I'opération :

y=U0"G - =0"%° (39)

ol %;° est le vecteur dans l'espace centré de %; . Nous obtenons donc bien une
transformation linéaire.
Une des difficultés de I'ACP est le choix du nombre de dimensions de l'espace réduit. Le

pourcentage d'inertie totale expliquée défini par :

r
k:1/1k

Yjz1 4

donne la proportion cumulée de la variance exprimee par les r premieres composantes.

(3.9)

En se basant sur ce pourcentage l'utilisateur peut choisir le nombre de composantes a
retenir a posteriori en fonction de la quantité d'information qu'il souhaite conserver. Une
autre méthode est le critere de Kaiser a réaliser sur des données centrées réduites, il
consiste a ne retenir que les composantes principales correspondant a des valeurs propres
supérieures a 1, ce qui revient a ne retenir que les composantes qui apportent plus que les
variables initiales. Une troisiéme méthode est la régle du coude qui consiste a détecter un
coude sur le diagramme des valeurs propres. Le choix du nombre d'axes a retenir n'a pas

de solutions rigoureuses.

3.3.2 Analyse en Composantes Indépendantes (ACI)

Alors que I'ACP est une méthode qui recherche les axes (décorrélés et orthogonaux) qui
représentent le mieux les données, I'analyse en composantes indépendantes (ACI) est une
méthode non-supervisée qui recherche les axes qui sont les plus statistiquement
indépendants les uns des autres (et donc décorrélés, mais pas forcément orthogonaux).
Habituellement en traitement du signal, on suppose que les signaux sont seulement
décorrélés, I'indépendance est une notion plus forte que la décorrélation. Dans le cas de

variables gaussiennes, I'indépendance et la décorrélation sont équivalentes.
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Historiqguement, I'ACI a été introduite par Jeanny Herault et Christian Jutten en 1985
[Jutten, 1987]. Utilisée initialement pour des problémes de séparation aveugle de
sources, elle peut étre également utilisée pour I'analyse et la compression de données, la
détection bayésienne, la localisation de sources, et l'identification et la déconvolution
aveugle. L'ACI n'est pas un outil de réduction du nombre de dimensions a proprement
parlé, car dans certaines variantes de I'ACI, le nombre de dimensions de l'espace de
projection est plus grand que le nombre de dimensions de l'espace initial. Elle est
dailleurs, dans la pratique, souvent utilisée conjointement a une ACP. Mais nous nous
intéressons a cette technique, car en plus de permettre la réduction du nombre de
dimensions, elle a été utilisée récemment pour la classification de scénes naturelles
[Le Borgne etal, 2003]. En effet, les neurophysiologistes se sont intéressés aux
représentations efficaces des images et en particulier aux images de scénes naturelles.
Leur théorie est la suivante : si les cellules du cortex visuel primaire sont affectées a des
taches spécifiques de reconnaissance de certaines structures géométriques, c'est peut-étre
parce que cette solution biologique au probléme de la lecture d'une image est optimale en
terme de l'analyse et de compression des données. Pour accéder efficacement a
I'information pertinente, il faut optimiser le contraste, c'est-a-dire disposer de plusieurs
points de vue. Par exemple, pour étudier un objet tridimensionnel, il vaut mieux prendre
trois angles de vue les plus différents possible que trois angles de vue proches. L'ACI a
également été utilisée pour analyser conjointement le texte et I'image [Kolenda et al,
2002].

sSources Observations Estimations
des sources

Y

Seéparation

Mélange
S X o

A

Figure 3.3. : Principe de I'ACI

» Principe

On suppose que les données ont été genérées par r sources distinctes :

Xj; = 1.5+ Qjp.Spi+ .S VjE{LZ,..m}VieE {1,2,..n} (3.10)
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ou en notation matricielle :
X =4S (3.11)

On cherche alors la matrice  telle que :

Y = QX = QAS et Y est une bonne estimationde S (3.12)

La figure 3.3. résume le principe de I'ACI.
Par construction, les sources S;, S, ... S, sont indépendantes, c'est pourquoi on souhaite
que les composantes Y;,Y,,...Y,. soient les plus indépendantes possibles. Rappelons
d'abord que l'indépendance statistique nécessite que la densité de probabilité conjointe
soit le produit des probabilités des lois marginales, c'est-a-dire :

P(Y, Y, ..Y,) = P(Yy) P(Y,) ....P(Y,) (3.13)

Soit ®(Y,,Y,,...,Y,) une mesure de l'indépendance des composantes Y;,Y,, ..., Y,
trouver les composantes Y;,Y,,...,Y,. les plus indépendantes revient a trouver la
matrice ( tel que :

min @ (QX) (3.14)

Il existe un grand nombre de méthodes pour mesurer I'indépendance, la méthode choisie
détermine le principe de l'algorithme d'ACI. Il existe deux principales familles de
mesures d'indépendance : celle basée sur le maximum de vraisemblance, et celle basée

sur la non-gaussianité.

S T S . . X
Posons y; = (yl,i,yz,l- ,...,ym-) = Qx; . Une premiere méthode, appartenant a la

premiére famille, définie ®(y;) tel que :

., (7)) = div KL (P, 1_[ B, (3.15)
k=1

ou Py, (= Piy.. yz,i,---,ym-)) est la densité de probabilite (ou distribution) de fh’»Pyk,i est la

densité de probabilité de Y, et divKL est la divergence de Kullback-Leibler. Une autre
méthode, basée sur la non-gaussianité, c'est-a-dire I'écart entre la distribution de y; et la

distribution gaussienne de mémes moyenne u;, et écart-type oy, , définie par :
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(%) = divKL(Py, N(uz, 05,)) (3.16)

Trois conditions sont requises pour I'estimation du modele ACI :

« au plus une composante peut étre gaussienne,

« la matrice de mélange doit étre de rang plein,

« le nombre de vecteurs d'attributs doit étre supérieur au nombre de composantes a
estimer (sources). Le nombre de composantes indépendantes correspond souvent
au nombre de dimensions des vecteurs attributs originaux.

Dans la pratique, I'ACI nécessite que les données soient centrées et on utilise une ACP
avant I'ACI pour obtenir une matrice diagonale. L'ACP transforme les données dans un
espace réduit et décorrele les données, puis I'ACI transforme les données de I'espace

réduit vers un nouvel espace dans lesquels les dimensions sont indépendantes.

3.3.3 Analyse Linéaire Discriminante (LDA)

Nous venons de voir que I'ACP et I'ACI peuvent étre utilisées pour réduire le nombre de
dimensions. Cependant, ce sont des techniques non-supervisées, elles n'utilisent donc pas
les classes associées aux données. Contrairement a I'ACP, I'objectif de I'Analyse Linéaire
Discriminante (LDA) est de réduire le nombre de dimensions tout en préservant au
maximum les classes. Pour cela, elle cherche les axes tels que la projection des données
dans I'espace engendré par ces axes permette une plus grande séparation des classes. La
figure 3.7. compare les axes choisis par la LDA et I'ACP pour les mémes données.

Nous donnons, dans une premiere partie, le principe de I'analyse de Fisher dans le cas de
la séparation en deux classes par une seule droite. Puis, dans la deuxiéme partie, nous

résumons les formules de la LDA dans le cas général.

3.3.3.1 Cas a deux classes

Supposons que nous disposons d'un ensemble d'apprentissage ou chagque document
appartient a l'une des deux classes C; ou C, (k =1 ou k =2). Nous cherchons l'axe de
direction ® = (w1, Wy, ...,wy)T tel que les projetés des éléments soient le mieux

séparés en classes. Soit le scalaire y; représentant le projeté de x; sur cet axe, ona :

Université Badji Mokhtar - Annaba Page 96
Département d’Informatique


http://www-ia.lip6.fr/~tollaris/ARTICLES/THESE/node7.html#fig:A:LDA

Vi = aT.J?i (317)
Une mesure de la séparation entre les points projetés est la différence des vecteurs
i 1 >
moyens de chaque classe. Le vecteur moyen de la classe C, est: u = n—Ckaieck X;

Le vecteur moyen de la classe C,, dans I'espace engendré par w est le scalaire :

1 1
W = —z y; = —Z a7 = ., (3.18)
nCy =iy ecy, Ny £z ecy,

C'est le projeté du point i, sur @ . La distance au carré entre les projetés des vecteurs

moyens des classes est :

’ ’ 2 — - — - — - - - - — — —
W, =, = @7y — &7 ) = &y — )y — )" @ = &TSpd (3.19)

ou Sz = (pi; — fi,) (i, — fi,)T est la matrice de dispersion interclasse. Sz est toujours

dans la direction de ji; — i, . Pour séparer au mieux les projetés en classes, la valeur
de |,u’1 — ,u’2|2 doit étre grande par rapport a la dispersion des projetés de chaque classe
Cy, , définie par :

§2 = z (y; — )2 = Z (&% — @T.10,)? = z & (% — ) F — )" @

Vi€Ck X;ECk X;EC

= &S, (3.20)

Avec S;* la dispersion (proportionnelle au carré de I'écart-type) de la classe C,, et S, la
matrice de dispersion de la classe C,, . On appelle matrice de dispersion intraclasse la

matrice S, = S; + S, .
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(a) Un ensemble de données séparées en deux classes distinctes. Les axes fournis par la

LDA et I’ACP
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(b) La projection des données sur les axes montre que la LDA sépare les classes (en
haut), tet is que I’ACP les confond (en bas).

Figure 3. 4. : Exemple de réduction de dimensions par LDA et par ACP. Les deux méthodes
permettent de réduire de 2 a 1 dimension en trouvant, soit I'axe qui décrit le mieux les données
pour I'ACP, soit I'axe qui sépare le mieux les classes pour la LDA.

Finalement, le critére de Fisher qui vise a mesurer la séparation des classes dans l'espace

de projection engendré par w est défini par :
W, —u ? 0TSz
—> 1 2
= =—5_ 3.21
Jipa(@) S’i+ S’% &S, @ ( )

Page 98

Université Badji Mokhtar - Annaba
Département d’Informatique



Remarquons que ce critére suppose que les données de chaque classe sont réparties dans
I'espace de projection sous la forme d'une gaussienne de vecteur moyen u', et d'écart-
type o', (proportionnela S’;, ).

On cherche @ qui maximise le critére de Fisher J;,, . On peut exprimer ce probléme
sous la forme d'un probléeme de valeurs propres Szw = Aw . Si S, n'est pas singuliere,

on montre que dans notre cas a deux classes, les solutions sont de la forme :

W = Syt (g — fiy) (3.22)

On peut utiliser la LDA pour construire un classificateur. Pour cela, il suffit en plus de

trouver la borne qui sépare les X; de C; et ceux de C, .

3.3.3.2 Cas géneral

Dans le cas général, la matrice de dispersion totale (total scatter matrix) est définie par :
Sr= ) Gi-@GE-BT  (323)
fi EA
ou /i est le vecteur moyen des données. La matrice de dispersion intraclasse (within-class

scatter matrix) est définie comme la dispersion des moyennes de chaque classe :

Sw = i Z (X — ) (% — ﬁk)T = isk (3.24)
k=1

k=1 x;eCy

ou S, est la matrice de dispersion des éléments de la classe C, . La matrice de dispersion
interclasse (between-class scatter matrix) est définie comme la moyenne des dispersions

de chaque classe :

nc
Sp = ) ne (- DG~ B (325)
k=1
ou fi, est le vecteur moyen des éléments de la classe C, .
Nous cherchons une transformation linéaire de matrice Q qui maximise la dispersion des
classes (mesurée par la matrice de dispersion interclasse) par rapport a la dispersion des

éléments au sein des classes (mesurée par la matrice de dispersion intra classe). Une m re
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de Fisher propose de choisir la transformation linéaire qui maximise le ratio :esure simple
de dispersion est la valeur du déterminant des matrices de dispersion. Le crite

IS5l 1078501
S QTS0

Jupa(Q) = (3.26)

ou Sget Sy, sont les matrices de dispersion interclasse et intraclasse des projetés. On
montre que les vecteurs colonnes de Q sont les vecteurs propres w; qui correspondent
aux plus grandes valeurs propres A, solutions de I'équation Szw, = 4, Sy, wy . Si le
déterminant de S}, vaut 1 (matrice isotropique), les vecteurs propres sont les vecteurs
propres de Sy et sont dans la direction de i, — i . La LDA revient a faire une ACP sur

les vecteurs moyens des classes.

3.4 Techniques de réduction non- linéaires.
Les combinaisons linéaires sont particulierement intéressantes car elles sont faciles a

calculer. Cependant, il existe aussi des techniques non linéaires. Ce sont souvent des
méthodes itératives qui permettent de trouver un nouvel espace de représentation, soit en
utilisant des projections non linéaires, soit en recherchant un nouvel espace de
représentation ou les distances inter vecteurs sont sauvegardées. Les techniques les plus
connues sont le multidimensionnel scaling (MDS), [l'analyse en composantes
curvilinéaires (ACC) [Demartines et Hérault, 1997] et la technique FastMap [Faloutsos
et Lin, 1995]. Contrairement aux techniques linéaires, ces techniques permettent de
mettre en évidence des classes qui ont des formes non-linéaires. Un exemple classique est
une classe dont les points prennent la forme d'un fer a cheval. Pour ce type de classe, il
n'est pas possible de réduire efficacement le nombre de dimensions par des techniques
linéaires, car toutes les projections sur une droite perdent une grande partie de
I'information.

Une autre technique intéressante est décrite dans [Lejsek et al, 2005]. Elle consiste a
sélectionner les dimensions de maniére aléatoire. Puis a déterminer si ces axes sont
discriminants, sinon a reprojeter sur de nouveaux axes, jusqu'a ce que les axes deviennent
discriminants. Cette technique est appliquée a la reconnaissance d'images par le contenu

pour la détection de copie [Lejsek et al, 2005].
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[Jain et Zongker, 1997] propose une comparaison d‘autres techniques de sélection des
traits visuels. Voir également [Vasconcelos, 2003, Goutte etal, 2006, Guyon et
Elisseeff, 2003].

Les méthodes non linéaires ont pour objectif d'optimiser les représentations afin qu'elles
refletent au mieux la topologie initiale des données.

3.4.1 Isomap
Isomap [Tenenbaum et al, 2000] est une technique de réduction de dimensions qui,
comme la méthode de positionnement multidimensionnel (MDS), part de la connaissance

d'une matrice de dissimilarités entre les paires d'individus. Le but est cette fois de trouver

une variété (non linéaire) contenant les données.
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Figure 3. 5 - Positionnement de 10 villes francaises a partir de la matrice de leurs distances
kilométriques

La figure 3.5. montre & gauche, un exemple des données non-linéaires et a droite le
résultat de la représentation de ces points dans I'espace dirigé par les deux premiéres

dimensions trouvées par I'application de I'algorithme isomap sur ces donnees.
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Figure 3. 6 : Isomap sur des données non-linéaires

Dans la suite, nous présentons une description des étapes de l'algorithme isomap.
Supposons que nous ayons un ensemble de données X = {xy, x5, ..., X;,} cOmposé de M
observations ou chaque observation x; = (x;1,X2,..,X;y) €St composée de N
caractéristiques. Soit dune matrice symétrique de taille M x M ou chaque élément
d;; représente la distance entre x; et x; et d;; = 0. L'algorithme Isomap, qui a X et d en

entrée, passe en général par trois étapes:

1. Déterminer un « voisinage »pour chaque point x; par la méthode des k — plus
proches calculés a partir des distances euclidiennes d en considérant que les
distances euclidiennes approchent les distances géodésiques quet les vecteurs se
trouvent a petite distance.

2. Estimer la matrice des distances géodésiques (D) entre tous les points. Isomap
construit un graphe dont les sommets sont les points et les arétes sont labelisées par
les distances entre eux.

3. Appliquer la méthode MDS & la matrice de distances D pour obtenir un nouveau
systeme de coordonnées euclidiennes qui préserve la géométrie intrinseque de la

variéeté.
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3.4.2 Plongement localement linéaire

Plongement localement linéaire, LLE (Locally Linear Embedding) en anglais, est une
méthode de réduction non-linéaire proposée en 2000 [Roweis et Saul 2000]. Elle utilise
une approche différente d'lsomap mais partage la méme philosophie: les points dans un
espace de haute dimensionnalité étant voisins doivent se retrouver proches dans une
projection de faible dimension. Donc elle s‘attache a ce que la disposition des plus

proches voisins soit préservee.

LLE n'a pas besoin de calculer les distances entre tous les points de la variété. Il agit sur
le voisinage de chaque vecteur pour découvrir la structure globale de I'ensemble. L'idée
principale consiste donc a déterminer pour chaque vecteur x;, point de I'espace contenant
les données a projeter, ses k voisins calculés sur la base de la distance euclidienne et de
considérer que dans ce voisinage, les données sont linéaires. Une fois les voisins de x;
détermineés, nous calculons les poids de reconstruction w;; représentant le voisinage de
chaque vecteur x; associé a chaque couple (x;, x;), ol x; appartient au voisinage de x;.
Les w;; permettront par la suite de reconstruire la topologie de voisinage de chaque

vecteur x; dans l'espace de projection.
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Chapitre IV :

Contribution et
Expérimentations.
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4.1 Introduction

Au cours de la derniere décennie, avec les progres des technologies informatiques et
I'apparition du World Wide Web, il y’a eu une explosion de la quantité des données
numériques génerées, stockées, analysées et accessibles. Une grande partie de cette
information est de nature multimédia, y compris le texte, I'image et des données vidéo.
Les données multimeédias sont généralement de trés haute dimension, allant de plusieurs

milliers a plusieurs centaines de mille.

La classification automatique de telles données est un domaine d'étude situé a
I'intersection de deux thématiques de recherches majeures que sont l'analyse de données
et l'apprentissage automatique (Machine Learning). L’optimisation de l'apprentissage
automatique de telles bases de données est un objectif important car cela représente une
grande part des problémes de la classification automatique des données. Les limitations
bien connues sont la mémoire et le temps de calcul. Les enjeux sont donc de trouver des
algorithmes qui conduisent a des solutions les plus parcimonieuses possibles (ce qui a
pour effet immédiat une réduction de la mémoire et du temps nécessaire pour la

classification).

La plupart des techniques d’apprentissage automatique nécessitent de régler un nombre
de parametres pour I'apprentissage. Un nombre qui, pour la majorité des classificateurs
(RN, Arbres de décision.. etc.), est en relation exponentielle avec la dimension de
I'espace d'entrée. La formulation élégante des SVMs laisse trés peu de place aux
parameétres utilisateurs et le nombre de parametres a régler est linéaire avec la taille de
I’ensemble d’apprentissage. Dans le deuxieme chapitre on a vu que 1’apprentissage des
SVMs se raméne a la maximisation d’une forme quadratique convexe sous des
contraintes linéaires. Dans ces cas, il n’y a pas de problémes de minimums locaux et la
solution peut étre trouvee en utilisant des algorithmes efficaces tels que la méthode
d'optimisation par minimisation séquentielle [Platt et al, 1999] (Sequential Minimal
Optimization :SMO ) et l'algorithme de Joachims implémenté sous SVM;,p,, [Joachims,
1999].
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Toutefois 1’exécution de ces algorithmes demande un espace mémoire d’une taille lié

linairement a la taille de I’ensemble des exemples, ce qui augmente le temps

d’exécution surtout lorsqu’on traite des bases de données de tailles importantes.

Nombreuses sont les heuristiques développées pour remédier cette faiblesse des SVMs,
[Panda et al,2006, Nguyen et Phung, 2010], parmi ces heuristiques celles qui effectuent
une sélection de données d’apprentissage et dont 1’objectif est d’atteindre un ensemble
de données suffisants pour I’apprentissage sans parcourir toutes les données. Notre

contribution fait partie de ces heuristiques.

Une premiere proposition dans ce travail développe une nouvelle procédure permettant
d’appeler 1’algorithme k-moyenne plusieurs fois pour réduire le nombre d’exemples
nécessaires a 1’apprentissage tout en préservant des résultats aussi proches que possible

des résultats exacts.

D’autre part, les techniques de réduction de dimensionnalité ont été une solution clé dans
de nombreux domaines de traitement de I'information, tels que I'extraction de données, la
recherche d'information, et la reconnaissance des formes. Ainsi, pour accélérer plus
I’apprentissage des SVMS nous avons proposeé de réaliser la recherche du sous-ensemble
suffisant pour 1’apprentissage au sein d’un espace réduit du vecteur caractéristique généré
par ’analyse linéaire discriminante (LDA), ce qui a comme effet d’améliorer et accélérer
la recherche proposée par k-moyenne. Ci-aprés nous détaillons nos propositions et nous
développons les expérimentations menées pour atteindre les objectifs de ces

propositions.

4 .2 Mise en pratique des Séparateurs a Vaste Marge:

L’environnement de programmation choisi pour mettre en ceuvre les différentes
expérimentations réalisées dans ce chapitre est le Matlab. MATLAB est un logiciel de
haut niveau et un environnement interactif pour les calculs numériques, la visualisation et

la programmation.
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4.2.1 Calcul des parameétres nécessaires au modele SVM :

La réalisation d’un programme d’apprentissage par les SVMs se ramene a résoudre un
probleme d’optimisation impliquant un systeme de résolution dans un espace de
dimension conséquente. L’utilisation de ces programmes revient surtout a sélectionner
une bonne famille de fonctions noyau et a régler les parameétres de ces fonctions. Ces
choix sont le plus souvent faits par une technique de validation croisée, dans laquelle on
estime la performance du systéeme en la mesurant sur des exemples n’ayant pas été
utilisés en cours d’apprentissage. L’idée est de chercher les parametres permettant
d’obtenir la performance maximale. Si la mise en ceuvre d’un algorithme des SVMs est
en général peu colteuse en temps, il faut cependant compter que la recherche des

meilleurs parametres peut requeérir des phases de test assez longues.

4.2.2 Validation croisée

La validation croisée (Cross Validation en anglais) k-fold consiste a diviser
I’ensemble de données en k partitions distinctes (dans nos expériences nous avons fixé k
=5) de tailles presque égales pour en utiliser k—1 partitions pour l’apprentissage et
la derniére pour évaluer la performance du classificateur. Ce processus est répété k
fois pour chacun des k segments disponibles pour le test. L’erreur de test finale est la
moyenne sur les tests croisés des k estimations possibles, elle est aussi appelée erreur de
généralisation. A chaque test de validation, le paramétre du noyau o et C changent

suivant une grille de recherche prédéfinie.
4.2.3 Seélection des parametres du modele

La résolution de la méthode des machines a vecteurs support implique la sélection de
plusieurs parameétres : le type de noyau, le ou les parameétres du noyau et le parameétre de
régularisation C [Vapnik, 1998, Vapnik, 2000].

Dans le cas du noyau RBF utilisé dans nos expérimentations, deux paramétres sont a

optimiser (c et 6), nous allons par exemple utiliser des séquences exponentielles:

C=2°2".. 2%etpourc=2"; 2" 2%
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Aprés une premiere évaluation, on peut relancer la procédure en raffinant la grille.

4 .3 Proposition d’une nouvelle approche de sélection de vecteurs supports:

Les SVMs sont 1’une des techniques de noyau les plus récentes qui sont basées sur la
programmation quadratique.

Rappelons la forme duale du probléme quadratique a optimiser.

Trouver les multiplicateurs de Lagrange a; = 0 tels que:

g

m 1 m
Max, Z a; — > a; ajuiuj(xi.xj)
i=1 ij=1

— a; 20,1::1,...,771

m
Z a;u; = 0
i=1

On remarque que :

e En pratique, seuls les points qui sont sur les hyperplans frontiéres jouent un réle,
car les multiplicateurs de Lagrange sont non nuls pour ces points seulement.

o |ls sont appelés vecteurs de support ou exemples critiques.

e Le vecteur solution w" a donc une expression en termes d’un sous-ensemble des
exemples d’apprentissage : les exemples critiques.

e (C’est en méme temps intuitivement satisfaisant puisque 1’on voit bien que
I’hyperplan solution est enti¢rement déterminé par ces exemples.

e Lasolution ne dépend plus de la dimension d de I’espace d’entrée, mais de la taille
m de I’échantillon de données et méme du nombre mc d’exemples critiques qui est
généralement bien inférieur a m.

e Les méthodes d’optimisation quadratique standards suffisent pour la plupart des

cas.

Si nous supposons un ensemble d'entrainement de taille N alors la complexité temporelle

est O(n®) et la complexité spatiale est en O(n%) . Lorsqu’on applique les SVMs multi-
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classe, la complexite est en mesure de dépasser le double. Ce probléme est
particuliérement important pour les grandes bases de données. Dans ce cas en général un
grande nombre de vecteurs supports (SV) est choisi, ce qui augmente le temps
nécessaire pour calculer la matrice noyau et par conséquent la réponse du systeme. Ce

probléeme peut é&tre surmonté par la réduction du nombre de SVs.

Notre approche de sélection de données consiste a utiliser le regroupement k-moyenne
plusicurs fois au sein d’une procédure itérative permettant a son issue d’obtenir un
ensemble de vecteurs proches des frontieres de décision. Cet ensemble est considéré
comme I’ensemble des vecteurs supports suffisants pour exécuter le SMO .L’algorithme
K-moyenne est utilisé plusieurs fois avec différentes valeurs du taux de compression

(nombre de centres différents.).

L’idée est de commencer par traiter des clusters de grandes tailles (d’un taux de
compression faible) tout en augmentant le taux de compression d’une itération a une
suivante, la conséquence en est que la tailles des clusters diminue a chaque fois qu’on se
rapproche plus des frontiéres de décision. Donc a chaque itération on exécute le k-
moyenne avec un nouveau taux de compression tout en remplacant les données des
clusters homogénes par leurs centres et en gardant les données des clusters mixtes.
L’ensemble de données obtenues est alors considéré comme le nouvel ensemble

d’apprentissage a utiliser a la prochaine itération.

> Le taux de compression (TC) est calculé par la formule suivante :

Taux de Compression = Taille de données / Nombre de centres
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» L’algorithme suivant résume les étapes de la procédure :

Entrées:
e [’ensemble d’apprentissage initial (T).
e Lavaleur taux de compression initial (TCI).
e Lavaleur du taux de compression final (TCF).
e Lavaleur du pas du taux de compression (PTC).
Sorties:
e [L’ensemble d’apprentissage réduit a utiliser par le SMO (T).
Etape 1:
o Définir le taux de compression initial qui est a ’entour de 30% de taille de
d’apprentissage.
e TC (taux de compression) = TCI (taux de compression Initiale) .
Etape 2:
e Appliquer le k-moyennes a I’ensemble T avec le taux de compression TC.
Etape3 : Partager les clusters obtenus en deux groupes :
e Les Clusters Homogene dont les données ont le méme label de classe notés H et
’ensemble de leurs centres noté ; C™.
e Les Clusters Mixtes dont les données n’ont pas le méme label de classe notés M et
I’ensemble de leurs centres est noté : CM.
Etape4 : De-clustring : récupérer les données appartenant aux clusters mixtes.
Etape5 : Mise a jour de I’ensemble d’apprentissage T par ’union de I’ensemble de
données des clusters mixtes et I’ensemble des centres des clusters Homogénes :
T={C"UM}.
Etape6 : Augmenter le taux de compression TC = TC +PTC.
Etape7 : Si TC > TCF alors terminer ; sinon aller a 1’étape 2.

Etape8 : Appliquer le SMO au dernier ensemble d’apprentissage obtenue T.
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4.4 Résultats expérimentaux de ’approche de sélection par K-moyenne:

Afin de valider notre approche, nous présentons maintenant nos expérimentations
réalisées en utilisant des bases de données du répertoire UCI : http://www.ics.uci.edu/.

Dans une premiere étape, nous nous sommes limités aux problémes a deux classes qui
ont donné des résultats de référence. Deux bases de données ont été alors utilisées; la

premiére est Ripley et la deuxieme est Banana.

4.4.1 Reésultats Expérimentation de la base Ripley :

Cette base de données est destinée aux tests des classificateurs binaires. Elle est
composée de 250 exemples dont les vecteurs caractéristiques sont de taille 2.

Initialement pour prouver I’importance de la récupération des zones mixtes NOUS avons
exécuté une itération de I’approche proposée en utilisant la base Ripley. Donc aprés une
exécution de I’algorithme K-moyenne nous avons récupéré toutes les données des
clusters Mixtes et que les centres des clusters Homogenes. L’union de ces deux
ensembles constitue I’ensemble d’apprentissage du SMO :

Les parametres de la fonction Kernel o et C parameétre ont été fixés par validation croisée
a o =1 et C =10 (cf. section 4.2 de ce chapitre), les résultats sont résumés dans le tableau
4.1:

K-moyenne + SVMs
SVMs K=10 K=20 K=30 K=40 K=50
Temps CPU (s) | 0.4138 | 0.1800 0.1743 0.1519 0.1883 0.1909
Erreur 0.0930 | 0.1150 0.1000 0.0950 0.1050 0.0980

Tableau4. 1. : Résultats obtenus de 1’exécution d’une itération de la procédure de sélection

proposée.
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Figure 4. 1. : Frontiére de décision d’une seule itération pour k =30 .

La deuxiéme expérimentation consiste a appliquer 1’approche de sélection proposée avec
les valeurs suivantes des parametres nécessaire a son execution : TCI =0.1, TCF =0.7 et
PTC = 0.05. Les résultats obtenus a chaque itération sont résumés dans le tableau 4.2.
Avec :

e TC est le taux de compression de chaque itération,

e Kest le nombre des clusters générés par le K-moyenne.

e TrnSize est la taille de I’ensemble d’apprentissage réduit a chaque itération.

Iteration |1 2 3 4 5 6
CR 0.1 0.15 0.20 0.25 0.30 0.35
K 25 20 29 38 39 44
TrnSize 250 152 143 140 131 131
Iteration |7 8 9 10 11 12
CR 0.40 0.45 0.50 0.55 0.60 0.65
K 45 58 62 73 78 91
TrnSize 129 127 124 124 118 112

Tableau 4. 2. :  Resultats détaillés de I’approche de sélection proposée.
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Aprés la derniere itération nous avons appliqué le SMO au dernier ensemble
d’apprentissage réduit a 112 exemples. La comparaison des résultats de I’exécution du
SMO sans et avec réduction est représenté dans le tableau 4.3. .Quatre parameétres sont
calcules :

e TRNSsize : La taille de I’ensemble d’apprentissage,

e NSV : Le nombre des vecteurs supports.

e CPU Time (s): Le temps d’exécution.

e Error: Le taux d’erreur.

SVMs SVMs/K-EMANS
TRNsize 250 112
NSV 116 45
CPU Time (s) | 0.4138 0.1588
Error 0.0930 0.0940

Tableau 4. 3.:  Résultats obtenus pour Ripley.

O_
O

0
O
0
bS]
S
0
O

* SVM /
K-means

Figure 4. 2. : Comparaison des frontiéres de décision.
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» Conclusion 1

Les résultats obtenus en utilisant la base Ripley sont importants [Chaibi, 2013].
Premiérement, le tableau 4.1. nous a permis d’évaluer I’efficacité de la sélection par k-
moyenne. Dans le tableau 4.2. nous avons testé notre proposition en augmentant a chaque
fois le taux de compression d’un pas de 0.05. Ce parameétre influe directement sur la taille
des données a supprimer a chaque itération. Nous avons aussi remarqué qu’en
augmentant la valeur du taux de compression le nombre des clusters augmente ce qui
signifie que leurs tailles diminuent sGrement d’une itération a une autre. Ce choix ciblé
garanti le fait de traiter soigneusement les données tout en prenant compte de leur
proximité des frontiéres de décision.

Il est alors clair que les objectifs de la proposition ont été atteints : la taille de I’ensemble
d’apprentissage a diminué de 250 a 112, le nombre des vecteurs supports a diminué de
116 & 45 et le facteur temps d’exécution a beaucoup diminué (cf. Tableau 4.3.). En
contrepartie nous n’avons pas beaucoup perdu en précision et les frontieres de décision

obtenues (cf. Figure 4.2.) coincident presque quasiment avec les frontiére des SVMs.

Toutefois, il a été constate que la petite taille de la base ne permet pas de critiquer le fond
de I’approche et ¢’est pour cette raison qu’il s’est révélé nécessaire de recourir a d’autres

bases de tailles plus grandes.

4.4.2 Résultats expérimentaux de la base Banana :

La deuxiéme base de données utilisee est Banana composée de 4770 exemples
d’apprentissage et 530 exemples de test. La taille du vecteur caractéristique est 2. Les
parametres nécessaires au déroulement de la procédure sont CRI = 0.1, CRF =0.7 et
ICR=0.1

Les résultats des itérations de la procédure proposee sont résumés dans le tableau 4.4.
avec :

e TC: Le taux de compression,

e K Lenombre des centres générés par le k-moyenne.

e TrnSize : Lataille de I’ensemble des données réduits pour I’apprentissage SMO.
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Iteration |1 2 3 4 5 6 7

CR 0.01 0.11 0.21 0.31 0.41 0.51 0.61

K 48 408 378 427 449 441 421

TrnSize | 4770 3708 |1797 |1377 |1095 | 864 789
Tableau 4. 4. : Resultats des itérations de la procédure de sélection pour Banana.

Dans les trois figures suivantes il est illustré les résultats détaillés de la troisieme itération

de la procédure exécutée a Banana. La figure 4.4. représente I’ensemble d’apprentissage

obtenu apres la deuxieme itération, ensuite dans la figure 4.5. les points en gras sont les

éléments du nouvel ensemble sélectionné pour la prochaine itération. La figure 4.6.

illustre I’ensemble d’apprentissage issu de la troisiéme exécution en éliminant les zones

Homogeénes, cet ensemble de données est le nouvel ensemble a traiter en quatrieme

itération.
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Figure 4. 3. : L’ensemble d’apprentissage de la troisiéme itération

Figure 4. 5. : L’ensemble d’apprentissage a traiter en quatriéme itération.

% Classl
O Class2

0 New Training Set
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Aprés la derniere itération nous avons appliqué le SMO au dernier ensemble
d’apprentissage réduit, compos¢ de 789 exemples qui représente 17% de 1’ensemble

d’apprentissage.

SVM SVM/K-MEANS
TRN size 4770 789
NSV 1107 742
CPU Time (s) 359.2292 30.5782
Error 0.1019 0.1113

Tableau 4. 5. : Comparaison des Résultats obtenus.

* CLASS1 m
CLASS2

SVM

SVM/K-means

Figure 4. 6. : Comparaison des frontiéres de décisions .

» Conclusion 2
Les résultats obtenus pour Banana, résumes dans le tableau 4.5., demontrent de nouveau
I’efficacité de la procédure de sélection proposée. L’ensemble d’apprentissage se trouve
réduit de 4770 a 742, ce qui a entrainé simultanément un gain considérable du temps
d’exécution estimé a 90%. D’autre part la frontiére de décision obtenue dans la figure

4.6. renforce encore cette déduction.
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4.4.3 Autres bases de données:
Pour tester davantage notre approche, il s’est révélé important d’augmenter la complexité
des bases de données utilisées et a cet effet il est nécessaire de recourir 4 d’autres bases

du répertoire UCI http://www.ics.uci.edu/. . Le tableau 4.6. donne certains détails sur la

description de ces ensembles de données.

Datasets Feature N° Classes | Training Testing set
vector size set size size

Led 24 26 1000 1000

Credit 20 6 600 400

VEHICULE 18 4 700 147

Abalone 8 29 3177 1000

Deterwing 10 11 528 462

Wav 21 3 750 250

Tableau 4. 6. : Caractéristiques des bases de données UCI choisies.

Les résultats obtenus sont montrés dans le tableau 4.7. :

SVM SVM/KMEANS
TRN | Nsv | Error CPU TRN | Nsv Error CPU Time
Time (s)
Deterding10 | 528 | 376 |0.09848 | 15.541 | 69 69 0.1122 | 7.4976
Wav 21 750 | 500 |0.07640 |25.940 |68 68 0.1245 | 13.1388

Vehiculel8 | 700 |[537 |0.06603 |21.446 |128 |128 0.1174 |11.9656

Credit20 600 | 600 |0.11120|20.233 |242 | 239 0.1408 |10.1700

LED24 1000 | 1000 | 0.0990 |37.820 |353 | 352 0.1586 | 15.7.16

Abalone8 3177 | 3074 | 0.1095 |40.225 |1285 | 1285 |0.1244 |18.142

Tableau 4.7. : Résultats obtenus.
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» Conclusion 3:
Les expérimentations réalisées sur les différentes bases de données utilisées, ont permis
réduction efficace de 1’ensemble d’apprentissage. Toutefois elles ont dévoilé les
insuffisances de I’approche en augmentant la taille du vecteur caractéristique. Ceci est
lié particulierement & la complexité de I’algorithme du k-moyenne qui est en relation
linéaire avec la taille du vecteur caractéristique et le nombre de classes. Pour remédier a

ce probleme une extension de la proposition est détaillée dans la prochaine section.

4.5 Sélection de données au sein d’un espace LDA :

La complexité temporelle de I’algorithme K-moyenne est calculé par la formule
(D*N*K*I) avec D la taille du vecteur caractéristique, N le nombre d’échantillons est le
nombre de classes et le nombre des itérations.

Les approches par partitionnement, dont I'algorithme des k-moyennes [MacQueen, 1967]
en est I'un des plus importants représentants. Il consiste le plus souvent a construire une
collection de classes disjointes formant une partition des données par optimisation d'un
critere objectif qui est dans notre approche la distance euclidienne. Plus la
dimensionnalité augmente, moins la distance euclidienne a de sens. En effet, en

dimension d, la distance entre les exemples x et y est :

da
eyl = | G- y?
i=1

Par consequent, plus d est grande, plus les dimensions dans lesquelles les deux exemples
sont proches deviennent négligeables par rapport au total de celles dans lesquelles ils sont
loin. Ce sont seulement les tres petites distances qui sont informatives. En haute
dimension : on peut alors dire que les exemples sont proches dans toutes les dimensions.
Ainsi, les méthodes basées sur la distance entre les exemples comme le k-moyenne
fonctionnent en faible dimension, mais elles verront leurs performances se dégrader

rapidement en haute dimension.
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Il est alors clair qu’utiliser 1’algorithme K-moyenne pour accélérer la réponse des SVMs
semble insuffisant pour les bases de données de tailles importantes. Dans cette section
nous proposons une amélioration de notre sélection en 1’appliquant dans un espace réduit
de données obtenu par projection des données dans un espace. L’effet important derriére
cette proposition est que la projection choisie permet en premier lieu d’améliorer la
qualité de la recherche proposée et en deuxiéme lieu d’accélérer cette recherche tout en

préservant un maximum d’information utile.

La LDA effectue une Vvéritable séparation des classes en minimisant les variations entre
les exemples d’une méme classe tout en maximisant les variations entre les exemples de
classes différentes. Cette méthode de réduction de données réalise une projection de
données dans le sens du vecteur qui maximise la séparabilité des classes .Donc dans le
nouveau espace, les exemples d’'une méme classe sont les plus proches possibles les uns
des autres et les exemples des classes différentes sont les plus éloignés possibles les uns

des autres.

4.5.1 Calcul du modele LDA :

Pour calculer le modéle LDA associé a chaque base nous considérons que les données
suivent la loi Gaussienne qui est bien adaptée a beaucoup de phénomenes physiques et
naturels. Elle est simplement décrite par sa moyenne | et sa matrice de covariance X est

donnée par :
1 1 —
fire Ocis e, 2)6 = —3— eXp(—g(xi — )" I — ) ) (40)
2

Apprentissage du modele LDA

L’apprentissage du modele LDA consiste en I’estimation des parameétres L et £ a partir

des données d’apprentissage. Ces estimations sont données par :

Zi Z:i=
me === X (42)

n

ou ny est le cardinal de la classe k, z; est 1I’étiquette de classe de I’exemple X; et z; = k

désigne le fait que I’exemple X; appartient a la classe k. L estimation des parametres [y
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(les moyennes) et ¥ (matrice de covariance) a partir des données d’apprentissage sont

données par :
Kk = nikZHzi:kxi (4.3)
Et
X = nikZ’k(:l Zi|zi=k(xi — ) (x; — )" (4.4)

Algorithme de I’analyse Discriminante Linéaire (LDA) :

Input:

e Données d’apprentissage; X" = (xirain ylrain = ytrainy.

train train

ZZ train

train
, vy Zn

e classes des données d’apprentissage z -~ = (z;
Algorithme train_LDA :
fork < 1to K do
Calculer la proportion m, de la classe k en utilisant 1’équation (4.2)
Calculer la moyenne y; en utilisant 1’équation (4.3)
end
Calculer la matrice de covariance des classes X en utilisant 1’équation (4.4)

Result: Paramétres (my,... ,tK, M1, ;Mk, =)

4.5.1 Reésultats expérimentaux de la combinaison LDA/K-moyenne pour la sélection

des vecteurs supports :
Dans un premier temps, nous allons tester notre derniere stratégie sur quatre bases de

données choisies : Svmguidel, Svmguide3, Wave et Letter.

Svmguidel est composée de 3084 exemples pour ’apprentissage et 4000 exemples pour

le test. La taille du vecteur caractéristique est 4. Les valeurs des parameétres obtenus pour

cette base sont C =5, et 6 =0.125 et dans I’espace réduit : C =24, et ¢ = 0.025.
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La classification SVM
Ensemble Selection par K- | L’éspace Selection par k-
d’apprentissage | moyenne LDA moyenne dans
P’espace LDA
TrnSize 3084 325 3084 309
Nsv 330 228 532 184
CpuTime 94.3962 15.8054 20.2469 7.4569
Error 0.0325 0.0525 0.0327 0.0362
Tableau 4. 8. : Résultats obtenus pour Svmguidel.

Svmguide3 composée de 1242 exemples d’apprentissage et 41 exemples de test. La taille
du vecteur caractéristique est 21. Le nombre de classes est deux. Les valeurs des
parametres obtenus pour cette base sont C = 128, et o =0.5 et dans I’espace réduit ces

parametres ont été fixés a C = 16 et o = 0.001.

La classification SVM
Tout Sélection par L’espace Sélection par k-
I’ensemble K-moyenne LDA moyenne dans
d’apprentissage I’espace LDA
TrnSize 1242 771 1242 581
Nsv 936 641 1184 569
CpuTime(s) 153.0779 42.1227 94.3541 11.7407
Error 0.008 0.0732 0.0201 0.0244

Tableau 4. 9. : Résultats obtenus pour Svmguide3.

Wave composée de 750 exemples d’apprentissage et 250exemples de test. Chaque
vecteur caracteristique est composé de 21 instances. Le nombre de classes est 3. Les
parametres du classificateur SVM ont été fixés a C = 256, et ¢ =1, dans I’espace réduit
aC=0.5et 6=05.
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La classification SVM
Tout I’ensemble | Sélection par K- | L’espace LDA Sélection par k-
d’apprentissage moyenne moyenne dans I’espace
LDA
TrnSize 750 199 750 199
Nsv 83 49 80 25
CpuTime (s) 1.5600 1.4653 0.2338 0.1824
Error 0.1360 0.1920 0.1400 0.1400
Tableau 4. 10. : Résultats obtenus pour Wave.

Letter composée de 15000 exemples d’apprentissage et 5000 exemples de test. Le

vecteur caractéristique est de taille 16; le nombre de classes est 26. Les parametres du
noyau SVM ont eté fixé a. C =10 et ¢ =0.125, dans I’espace réduit a C =64 et ¢ =2.

La classification SVM
Tout ’ensemble | Sélection par K- | L’espace LDA Sélection par k-
d’apprentissage moyenne moyenne dans
I’espace LDA

TrnSize 15000 9039 15000 5767
Nsv 10467 7627 12281 5592
CpuTime (s) 1165.4 640.257 966.9900 150.6395
Error 0.0816 0.1200 0.0912 0.1034

Tableau 4. 11. : Résultats obtenus pour Letter.

» Conclusion 4 :
Les résultats obtenus pour les différentes bases de données ont permis de conclure que la
réalisation de la recherche au sein d’un espace généré par LDA a éteé rentable, notamment
dans la réduction de la taille de I’ensemble des exemples critiques et le gain de temps de
traitement. Cependant la sélection par k-moyenne se trouve légerement affectée [Chaibi
et Laskri, 2015].
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4.6 Application a la reconnaissance des Mots Arabes manuscrits :

L'objectif de cette derniére expérimentation est de confronter le probléme de la
reconnaissance des mots arabes manuscrits hors-ligne en utilisant les Machines a
Vecteurs Support ou SVMs (Support Vector Machines). En général, la plupart des
méthodes d'apprentissage de machine comme Réseau de Neurones (RN) et les Chaines de
Markov Cachees(CMC) possedent un grand nombre de parameétres d'apprentissage a fixer
par l'utilisateur. En contrepartie, la formulation élégante de SVM laisse tres peu de place

aux parametres utilisateurs.

Notre projet s’inscrit donc dans le cadre de reconnaissance de mots arabes non
contraintes [Ayat et al, 2001] par les séparateurs a vaste marge. Il s’agit de classifier
chague mot parmi un ensemble de mots reconnaissables par le classificateur SVM. La
phase d’apprentissage de ce classiffieur constitue la phase fondamentale dans tout le
processus de la reconnaissance. Le schéma de la figure 4.8. résume les étapes nécessaires

pour la réalisation d’un systéme de reconnaissance des mots par SVM.
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Images Mots
originales

Prétraitement

Seuillage

Lissage

Images
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Vecteur

caractéristique

Apprentissage Décision

Recherche de la classe la
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Calcul des modeéles associé

aux mots

hyper-plans de
séparation

Figure 4. 7. : Schéma général des étapes importantes de la classification des mots arabes par
SVM.
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4.6.1 Bases de données des noms des Wilayas Algériennes:

Pour tester notre proposition, un vocabulaire restreint a été choisi correspond aux 48
noms des wilayas algériennes. Cette base de données congue au sein du LABoratoire de
recherche sur la Gestion Electronique de Documents LABGED de 1’Université de
Annaba a été utilisée dans plusieurs travaux importants [Souici et Sellami, 2002, Farah
et al, 2005, Azizi et al, 2010]. Cette base est extraite de 300 images écrites par 100
scripteurs ou chaque scripteur reprend 1’écriture de chaque nom trois fois. Les feuilles
sont scannées ensuite divisées en plusieurs images chacune contient un mot manuscrit et

elle est d’une taille 288*86 pixels.

4.6.2 Prétraitement de I’image :
Aprées I’acquisition des images par un scanner Ssous le format .omp, un ensemble de
rétraitements y sont appliqués pour la préparer a la phase d’analyse qui comporte :

e La binarisation (seuillage) : consiste a transformer I’image en niveau de gris en
une image bimodale (noir et blanc). Cette image binaire est trouvée en utilisant un
seuil déduit de I’histogramme de I’image en niveaux de gris.

e Le Lissage : en utilisant un masque 3* 3 nous pouvons eliminer les bruits dus aux

conditions d’acquisitions par Bouchage et Nettoyage.

a) Image Originale b) Image binarisée

j’l/}c_r-f-' | /’jjs_uf

c) Bouchage de I'image d)Nettoyage de l'image

Sl Jlre

Figure 4. 8. : Données en préservant uniquement les caractéristiques essentielles de la forme.

e Détection de la ligne de base: pour extraire facilement les caractéristiques

structurelles. La ligne de base définit comme étant la ligne la plus dense en point
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noir et correspond a la plus grande valeur de 1’histogramme horizontale de

I’image.

4.6.3 Les Caractéristiques Structurelles :
Les caractéristiques structurelles globales retenues dans notre étude sont au nombre de 9:

e Le nombre de composantes connexes : groupes de pixels noirs connectés.

e Le nombre de boucles (occlusions) : est égal au nombre de fonds blancs détectés
dans I’image moins un.

e Le nombre d’ascendants (hampes) et de descendants (jambages) : représenté par
une montée ou une descente qui se termine en dehors de la zone médiane
déterminée a partir de la ligne de base.

Les points diacritiques : détectés a partir de la définition de I’air d’un point diacritique

sont :

e Le nombre de point en haut;

e Le nombre de points en bas ;

e Le nombre de deux points liés en haut;

e Le nombre de deux points liés en bas ;

e Le nombre de trois points liés en bas ;

4.6.4 Les caractéristiques statistiques :

Au cours des cinq derniéres années 1’intérét s’est porté sur les moments orthogonaux tels
que les moments de Legendre ou les moments de Zernike. Les moments de Zernike
possédent une propriété d’orthogonalité permettant la reconstruction de la forme. Les
polynémes de Zernike furent proposés en 1934 par Zernike [Zernike, 1934]. Dérivés de
ces polynémes, les moments ont été utilisés par de nombreux auteurs en reconnaissance

d’écriture.

4.6.7 Resultats expérimentaux de la sélection proposeée :
La phase d’apprentissage consiste & calculer les hyperplans de séparation associés aux
différentes classes des mots de la base. Le nombre des hyperplans a désigner est donc

égal au nombre de wilayas de 1’ Algérie qui est 48. L’ensemble d’apprentissage est d’une
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taille égale a 300*48 =14400 exemples. Les résultats obtenus pour la reconnaissance des

noms des Wilayas algériennes sont résumés dans le tableau4.12

SVM SVM/K-MEANS | SVM/Kmeans/LDA
TRN size 14400 6906 4530
NSV 10503 6032 4186
CPU Time (s) 359.2292 207.5782 80.5782
Error 0.096 0.1313 0.102

Tableau 4. 12. :Comparaison des Résultats obtenus.

Conclusion

Ce chapitre est consacré aux details de notre proposition d’accélération de
I’apprentissage des SVM laquelle s’est articulée autour de deux aspects importants, le
premier consiste en la réalisation d’une réduction de la taille de I’ensemble
d’apprentissage par sélection de données en utilisant le regroupement K-moyenne, et le
deuxiéme est 1’accélération de cette sélection en 1’appliquant dans un espace réduit du
vecteur caractéristique génére par I’analyse discriminante linéaire de Fisher.

Les résultats obtenus sont originaux et révelent 1’importance de la proposition de
sélection de vecteurs supports au sein d’un espace réduit pour augmenter 1’efficacité du

classificateur SVM.
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Conclusion et
perspectives



Pendant ces dernieres années, un intérét remarquable a été accordé aux Séparateurs
Vaste Marge (SVMs) [Vapnik, 1995]. Ces algorithmes d’apprentissage, grace a leur
pouvoir de généralisation robuste, ont trouvé des domaines d’application trés variés
comme la reconnaissance de caracteres manuscrits [Gherghout et Souci, 2009] et la
détection de visages [Heisele et al, 2001]. Dans cette thése, une nouvelle approche

utilisant les SVMs pour la reconnaissance des mots arabes manuscrits a été développée.

La difficulté¢ de la reconnaissance de 1’écriture arabe a amené plusieurs chercheurs a
conduire plusieurs travaux pour mettre en ceuvre une solution adéquate. Parmi ces
travaux marquants ceux réaliser au sein du laboratoire LABGED® de I’Université Badji
Mokhtar Annaba, en utilisant les Réseaux de Neurones (RN) [Souci et Sellami,
2002,Farah et al, 2005, Azizi et al, 2010]. Toutefois, la mise en ccuvre de ces
classificateurs neuronaux exige 1’ajustement de plusieurs parametres, ce qui n’est pas le
cas des SVMs. Cependant, I’utilisation des SVMs était limitée a un groupe de chercheurs
car les algorithmes d’apprentissage étaient longs et difficiles a implémenter [Chaibi,
2013]. Pour palier a ce probleme, des approches analytiques ont été développées tels que
I'optimisation par minimisation séquentielle [Platt et al, 1999] (Sequential Minimal
Optimization :SMO ) et l'algorithme de Joachims implémenté sous SVM,; 5, [Joachims,
1999]. Mais la mise en ceuvre de ces approches pour le traitement des problémes de
grandes tailles s’est révélée colteuse en espace mémoire et en temps d’exécution, et les

outils existants ne permettent pas de dépasser cette carence.

Donc, le travail réalisé dans cette thése se situe dans le cadre de 1’optimisation dans le
sens d’accélération de I’apprentissage des Machines a Vaste Marge pour le traitement
des bases de données de grandes tailles et plus particulierement pour le traitement des
bases de reconnaissance de mots arabes manuscrits. Notre domaine d’intérét de
recherche touche aussi d'autres disciplines telles que les systémes a temps réel et la

détection d’intrusion...etc.

9 : LABGED : LABoratoire de recherche sur la Gestion Electronique de Documents -UBMA-
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Notre approche consiste a atteindre une phase de sélection des vecteurs supports avant
I’exécution des approches analytiques; cette sélection appelle ’algorithme k-moyenne
pour différencier entre les zones contenant les vecteurs supports (représentées par les
clusters mixtes) et les zones ne contenant pas de vecteurs supports (représentées par les

clusters homogenes) ces derniéres zones sont les zones a supprimer.

Les zones mixtes issues de la derniere itération de la procédure représentent alors
I’ensemble contenant les vecteurs supports suffisants pour obtenir des frontiéres aussi
proches que possible des frontieres exactes, ce qui se traduit par une perte négligeable en
préecision. Il est a souligner que notre proposition dépend fortement du choix des valeurs
des parametres de la procédure de sélection proposee car ils influent directement sur la

taille et la qualité des données a supprimer a chaque itération.

La sélection proposée prend plus de flexibilité lorsqu’elle est realisée dans un espace
réduit des données obtenu par projection dans le sens d’une direction permettant une
meilleure séparabilité de classes. Pour ce faire nous avons opté pour la projection dans

un espace généré par I’ Analyse Discriminante Linéaire (LDA).

Nous avons implémenté I'approche proposée en langage Matlab. Les résultats obtenus

sont importants pour différentes bases de données.

Pour évaluer la performance de notre proposition en termes de rapidité d’apprentissage
et de précision de reconnaissance nous avons mené une étude expérimentale qui porte
sur des mots manuscrits numérisés arabes. Les résultats obtenus montrent que notre
systéeme a permis de reconnaitre une bonne partie de I'échantillon du test tout en évitant

I’apprentissage lourd des SVMSs .
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Le travail réalisé nous ouvre plusieurs perspectives parmi lesquelles nous citons :

» L’étude de la possibilité d'améliorer la performance de notre proposition par

I’utilisation d’acronymes du k-moyenne tel que k-méloide.

> Le remplacement de notre condition d’arrét de la procédure de sélection par un
autre critére d’arrét pour éviter le plus possible I’élimination des exemples

importants a la precision du classifier ou bien le contraire.

> La réalisation de notre projection de I’espace de donnée dans d’autres espaces et

I’évaluation de I'effet de cette projection sur la précision du systeme.

» Certains aspects liés directement aux systémes de reconnaissance de 1’écriture
n’ont pas été abordes et doivent étre examinés ultérieurement dans le cadre du
suivi de cette these. C’est le cas des différentes phases de 1’acquisition d’image, de
pré-traitement, des techniques de segmentation, de définition et d’extraction de
caractéristiques pour la classification et des méthodes de post-traitement qui

permettent souvent d’améliorer les résultats de reconnaissance.

> 1l serait aussi intéressant d'étendre notre approche de reconnaissance de mots vers

la reconnaissance de phrases et de textes.
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